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OZET
YUKSEK LiSANS TEZi

PERAKENDE SEKTORUNDE LOKASYON ANALIZi VE YER
SECIMI

Ahmet KAYIRAN

istanbul Universitesi
Fen Bilimleri Enstitiisii

Endiistri Miihendisligi Anabilim Dal

Damisman: Dr. Ogr. Uyesi Funda Hatice SEZGIN

Perakende Sektorii lilke ekonomileri i¢in en 6nemli faaliyet alanidir. Rekabetin hizlandig1 ve
sehirlerde yeni ticari alanlarin acildig1 bir zamanda firmalar i¢in kurulus yeri tercihi 6nemli hale
gelmistir. Lokasyonun ¢ekim merkezleri igerisinde olmasi miisteriler i¢in en dnemli kriterler
arasindadir. Firmalarin rakiplerine, ulasim noktalarina yakinligi tercih nedenlerini arttiran
parametrelerdendir. En iyi yatirnm karart icin ilge demografi ve ekonomi verileri ayrica
incelenmesi gereken gostergelerdendir. Bu nedenle Yatirim i¢in en degerli nokta neresidir?
Sorusunun cevabr firmalar igin rekabetin sert oldugu ortamda en verimli karar destek
gostergesidir.

Bu calismada miisteri gelislerinin tahminlemesi yapilmistir. Benzer lokasyonlarin bulunmasi
icin makine Ogrenme algoritmalari kullanilarak yer se¢imi i¢in en uygun parametreler
belirlenmistir. Ayrica elde edilen sonuglar karsilastirmali olarak verilmis algoritma ¢aligma
parametreleri i¢in en uygun degerler belirlenmistir.

Mayis 2018, 97 sayfa.

Anahtar kelimeler: Perakende Sektorii, Lokasyon Analizi, Yer Secimi, Makine Ogrenme,
Bilesik Makine Ogrenme
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SUMMARY

M.Sc. THESIS

LOCATION ANALYSIS AND LOCATION SELECTION IN RETAIL
MARKETING

Ahmet KAYIRAN
Istanbul University
Institute of Graduate Studies in Science and Engineering
Department of Industrial Engineering

Supervisor: Assist. Prof. Dr.Funda Hatice SEZGIN

The retail marketing is the most important activity area for the country's economies. At a time
when competition has accelerated and new commercial areas in cities have opened up, the
choice of establishment place for companies has become important. The fact that the location
is within the shooting centers is one of the most important criteria for the customers. It is one
of the parameters that increases the preference reasons for the closeness of the companies to
their competitors and their transportation points. For the best investment decision, district
demographics and economic data are also indicators that need to be analyzed. So what is the
most valuable point for Investment? The answer to the question is the most efficient decision
support indicator in the environment where competition is hard for companies.

In this study, estimations of customer arrivals were made. In order to find similar locations,
machine learning algorithms were used to determine the most suitable parameters for location
selection. In addition, the most suitable values are determined for the obtained algorithm
parameters.

May 2018,97.pages.

Keywords: Retail Industry, Location Analysis, Location Selection, Machine Learning,
Combined Machine Learning
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1. GIRIS

[k caglardan itibaren insanlarin hayatlarini idame ettirebilmeleri igin gesitli sosyal faaliyetlerde
bir araya gelme ve yardimlagma ihtiyag¢lart olusmustur. Bu unsurlarin basinda ise ortak {iretim
ihtiyaglar1 bulunmaktadir. Maslow ihtiyaglar hiyerarsisindeki gereksinimlerin karsilanmasi
amaci ile ¢esitli ortakliklar, yardimlagsmalar ve ikameler olusmustur. Paranin bir miibadele araci
olarak kullanilacagi dénemlere kadar takas yontemleri ile karsilikli aligveris tiirleri olusmus ve

geleneksel Pazar anlayisinin temelleri atilmistir.

Perakende sektorii olarak ekonomide yer alan bu faaliyet alani, zaman igerisinde ¢esitli evrimler
gelistirmistir. Boylece 6deme sistemlerinin ve miisteri iletisim kanallarinin artmasi ile rekabetin

en yogun oldugu sektor halini almistir.

Miisterilere her kanaldan satis firsatt sunmak ve bunlar1 en verimli sekilde yapmak 6zellikle
kiiresel rekabetin yogun oldugu bir pazarda en 6nemli verim arttirict metrikler haline gelmistir.
Miisterilerin en yogun oldugu konumlar1 segmek veya miisterileri i¢in magazasini bir ¢ekim

merkezi haline getirmek perakendenin en biiyiik yatirim kalemleri arasindadir.

Faaliyette bulunulan lokasyonlar da insanlarin deger yargilari, tutum ve davraniglari, kiiltiirel
aliskanliklar, tatil giinleri vb. gibi veriler miisterilerin sizi tercih edip etmeyeceginin en 6nemli
gostergeleridir. Sektoriin biiyiime hizi, rekabet durumu, karlilik derecesi, belirsizlikler ve
riskler veriye dayali karar verme stratejileri uygulayan firmalar i¢in birinci derece arastirma

konular1 arasina girmistir.

Perakende sektoriine baktigimizda, 6zellikle Tiirkiye’de olduk¢a degisen dinamik bir Pazar
yapist bulunmaktadir. Bu dinamik yapiya cevik bir sekilde uyum saglamak firmalarin
stirdiiriilebilirlik ve rekabet ile ilgili stratejik planlar1 arasindadir. Bu nedenle firmalar veriye
dayali kara vermek i¢in degisen pazar dinamiklerini ve niifus demografisini géz Oniinde
bulundurmakta, bunun sonucu olarak da magaza agma, kapama, birlestirme gibi kararlar1 belli
siklikta vermek zorunda kalmaktadirlar. Bu tiir kararlar detayli analizler gerektirmektedir.
Misteri profili ve pazar demografisi incelenmeli, ayrica cografi unsurlar da dikkate alinmalidir.

Bu temel parametrelere dikkat edilmeden verilmis kararlar geri doniisii olmayan kayiplara yol



acabilmektedir. Ayrica problemi zorlastiran bir diger faktor rakip magazalarin yerleri ve rakip

firmalarin biiyiime stratejilerinde verilen kararlarin dogrulugunu sorgulanir hale getirmektedir.

Bu caligmanin temel amaci ana hatlariyla tarif edilen yer se¢imi problemini sistematik ve nicel
bir yaklagimla modellemek. Bu amaglar dogrultusunda Tiirkiye’de perakende sektoriinde
faaliyette bulunan bir firmanin magazalarinin bulundugu lokasyonlarin il, il¢e ve ¢evre verileri
incelenmistir. Veri analizleri ile yer se¢imi i¢im en uygun parametreler belirlenmistir.
Belirlenen parametreler referans alinarak Makine Ogrenme ve Birlesik Makine Ogrenme

yontemleri kullanilarak yer se¢imi i¢in en uygun noktanin tahminlenmesi ¢alismasi yapilmistir.



2. GENEL KISIMLAR

2.1. PERAKENDE SEKTORU
2.1.1. Perakende Nedir?

Perakende, katma deger ¢iktisi olan {iretim veya hizmet ¢iktilarinin, ¢esitli satig kanallart ile
parsiyel formlarda, miisterilerine sunuldugu bir finansal sektor tliriidiir. Tiirk Dil Kurumu,
perakendeyi “diizenli olmayan, ayr1 ayri, daginik, perisan, mallarin teker teker veya birkag
par¢a durumunda azar azar satilmasina dayanan (satis bi¢imi), toptan karsiti” seklinde

tanimlamaktadir (Ttrk Dil Kurumu, 2018).

Perakende satis, iirlinlerin bir igletme araciligiyla tek tek ya da kiigiik miktarlarda tiiketiciye

satilmasina dayanan satis bigimidir.

Amerikan Pazarlama Dernegine (American Marketing Association) gore ise perakendecilik
kavrami “Mal ve hizmetlerin kigisel, ailesel ya da ev kullanimi1 amaciyla satist i¢in; herhangi
bir magazada yapilan ya da magazasiz bazi formlarda yapilan bir takim isletme faaliyetleridir”

seklinde tanimlanmistir (American Marketing Association, 2018).

Tiiketim mallarinin dagitimi, dagitim kanalinin ilk iiyesi olan iiretici ile baglar ve nihai tiiketici
ile sona erer, ancak ¢ogu zaman arada en az bir araci vardir ki o da perakendeci olmaktadir.
Perakendecilik, mal ve hizmetlerin kisisel kullanimi i¢in dogrudan dogruya nihai tiiketicilere

satigt ile ilgili tim faaliyetleri kapsamaktadir (Mucuk, 1994).

Perakendecilik; tiiketicilerin, kisisel veya ailevi ihtiyaglari i¢in mal ve hizmet ya da her ikisini
satarak deger yaratan faaliyetler kiimesidir. Bir¢ok insan perakendeciligin, sadece magazalarda
tirtin satis1 yapmak oldugunu diisiinmektedir. Fakat otelde konaklama hizmeti almak, kuafore
tiras olmak, doktorda tedavi olmak veya pizza siparisi vermek gibi faaliyetler de
perakendecilerin yerine getirdigi faaliyetlerden bazilaridir. Ek olarak, perakendecilik sadece
magazalarda yapilmamaktadir. Kataloglar veya internet iizerinden yapilan satiglar da

perakendecilige girmektedir (Levy ve Weitz, 2004).



Bir baska calismada geleneksel dagitim kanalindaki iiretici, toptanci ve perakendeci arasindaki
bariyerlerin yikildigini belirtmektedir (McGoldrick, 1990). Perakende kanal fonksiyonlarinin
degisimi Sekil 2.1°de gosterilmektedir.

GELENEKSEL KANAL DIKEY PAZARLAMA SISTEMI
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Sekil 2.1: Perakende kanal fonksiyonlarinin degisimi (Alpay, 2006).

2.1.2.Perakende Sektoriiniin Tarihsel Gelisimi

[lk gaglardan itibaren insanlarmn hayatlarin1 idame ettirebilmeleri igin gesitli sosyal faaliyetlerde
bir araya gelme ve yardimlagma ihtiyaglart olugsmustur. Bu unsurlarin basinda ise ortak iiretim
ihtiyaglart bulunmaktadir. Maslow ihtiyaglar hiyerarsisindeki gereksinimlerin karsilanmasi
amaci ile cesitli ortakliklar yardimlagmalar ikameler olugsmustur. Paranin bir miibadele araci
olarak kullanilacagi dénemlere kadar takas yontemleri ile karsilikli aligveris tiirleri olugsmus ve
geleneksel Pazar anlayisinin temelleri atilmistir. Baglangici ilkel ¢aglara dayanan takaslari
gerceklestirebilmek icin takas olacak gereksinimlerin degerini ifade eden bir Ol¢ii ortaya
konmasi gerekliydi. Bu duruma 6rnek olarak ilk ¢aglarda metaller, islenmis parcalar (kazan,

sa¢ ayak, sis bel) ya da kiilgeler verilebilir.



Zaman gectikge tiretilen mallarin ¢esitliliginin artmasi ve insanlarin taleplerinin ¢ogalmasi ile
takas yontemi giincelligini yitirmeye basladi. Ticaretin kolay yapilabilmesi i¢in zaman
icerisinde metal kiilceler standart hale getirilerek ilk para icat edildi. Tarihte ayni agirlikta
parcalar biciminde metal birimlerin iiretilmesi diisiincesi, .0 VII. —VI. yiizyillarda Cin’de,

Hindistan’da ve Kii¢iik Asya’da ortaya ¢ikti.

Cografi gelismeler sayesinde farkli cografyada yer alan degisik {irtinleri tanimaya baslayan
insanlar bu {irlinleri satin alma egiliminde bulunmaya basladilar. Bu egilim sayesinde ihtiyaclar
karsilanarak ticaret ve {iretimin gelismesi saglannustir. Thtiya¢ duyulan mallarin almabilmesi
icin belirli satin alinabilecek yerler (diikkan, ¢arsi, pazar, agora vb.) olusturulmustur. Avrupa’da
derebeylik sisteminin degismesi ile sehirlesmenin dnemi artmus ve ingiltere’de bu gelisme Kent
Ronesans’ina sebep olmustur. Sehirleri, yonetim ve savunma amagh gelistirmislerdi. Fakat,
sonradan ticaret aktiviteleri agirlik kazanmistir. Derebeylik sisteminin degismesi ile sehirler,
vergiden kurtulmanin yollarin1 aramiglardir. Serbest kalan sehirlerde ticaretin diizenli
yapilabilmesi i¢in ¢esitlik teskilatlar (borough) kurulmustur. Bu teskilatlar, lonca sisteminin

kurulmasina onciiliik etmislerdir (Davies ve Ward, 2002).

Bugiinkii gelismis arastirma metotlar1 ve bilgisayar destekli karar verme tekniklerinin
kullani1ldig1 Amerikan perakendeciliginin kokleri XV. ylizyilda posta ticareti ile atilmigtir. O

giinlerde, satin almalarda para kullanilmamaktadir (Mergan, 2007).

Perakende ticaretin gelisimini incelerken, uluslararast ve wulusal ticaret kanunlarinin
anlasilmasimi kolaylastiracagini  diisiindiiglimiiz, smirli sorumluluk (Limited liability)
prensibinden de s6z edilmesi gerekmektedir. Davies & Ward (2002), sinirli sorumlulugun
Ingiliz hukukunda XV. yiizyildan itibaren var oldugunu belirtmislerdir. Daha sonra, Ingiltere
ve diger iilkelerde siklikla, denizasirt sirketlere (chartered company), tekel lisanst (monopoly
licence) olarak verilen bir hak i¢in kullanilmistir. Bu haklar ile denizasir1 sirketler genis haklara
sahip olmugslardir. The Dutch East India Firmas1 1602 yilinda, Afrika ve Macellan Bogazi
arasinda ticari tekel garantisi ile kurulmustur. Davies ve Ward, bu uygulamanin XIX. yiizyilda
da ornekleri ile karsilasildigini, Heal’s ve Harrods sirketlerinin de bu sekilde kurulan ve ¢ok

hizli gelisme gosteren sirketler oldugunu belirtmislerdir.

Davies ve Ward (2002), XIX. yilizyilin son yarisinda, ¢ok katli yapisi olan Bon Marche’nin

Fransa’da Paris’te acilmasindan sonra Londra ve Sikago sehirlerinde de agildigini belirtmistir.



Bu magazalarin ¢ok yiikiimlii ve digsaridan gelen (exotic) bir aligveris ortami sunabilmek iizere
diizenlediklerini belirtmistir. Ancak 1900’lere gelindiginde Diinya ticaretini derinden
degistirecek gelismeler yaganmistir. XX. yilizyil, 1914’de 1. Diinya Savasi ile baslayan ve
neredeyse her on yilda bir diinyayr derinden etkileyen toplumsal olaylarin, savaslarin,
ekonomik krizlerin yasandigi bir ylizyil olmustur. Bu yiizyilda ekonomik, sosyal degisimler ve

Endiistri Devriminin de etkisi ile biiylik sehirlere go¢ hizlanmistir.

1908 yilinda Amerika’da Ford-T ile seri iiretime baslanmasi ile eski ekonominin yapist
degismis ve otomobil endiistrisinde diisen imalat maliyetleri her eve bir araba alinabilmesini
saglamistir. Fordizm ve Taylorizm ile gelisen seri tiretim neticesinde imalat¢i firmalarin elinde
stoklar olugmaya baslamistir. Boylece stoklarin eritilmesi i¢in klasik satis elemanlarinin
yaninda farkli pazarlama teknikleri gelistirilmeye baslanmistir. Bu pazarlama stratejileri ve
teknikleri sonucunda farkli miisteri profilleri ve ihtiyaclart dogrultusunda magazacilik

sistemleri olusturulmustur.

XIX. ylizyilin ortalarinda Birlesik Devletlerde ¢ok cesitli iiriinler liretilmis ve genel magazalar,
fabrikalarin limitsiz mal arzina hizmet veremez noktaya geldiginde perakendecilikte
uzmanlagma gerekmistir. Boylece sinirli iirtin yelpazesine sahip magazacilik (limitedlinestore)
baslamistir. Bu magazalarda {iriin kategorisinin genis ¢esidinin satisa sunulmasi esas alinmastir.
Bunlara 6rnek olarak, ayakkabi magazalari, bayanlara yonelik magazalar, miicevher magazalari

ve gida magazalar1 gosterilmistir (Mergan, 2007).

1950°deki Avrupa perakendesi, savas mallar1 stoklarmin ve is giicii sikintisinin ytikseldigi,
savagin harap edip yikmig oldugu fabrikalarin oldugu bir perakendecilik dénemi olarak
adlandirilmigtir. Bugilin gecerli olan perakendeciligin tohumlar1 savas sonrasi kalkinma

girisimleri sirasinda ekilmistir (Dawson, 2000).
2.1.3.Perakende Doniisiimii

Geleneksel perakende bir¢ok faktoriin tehdidi altindadir. Mevcut zincir magaza yapilari,
elektronik ticaret, gevresel etkenler, finansal kriz ve dinamik niifus yapis1 bu faktorlerin
baslarinda gelmektedir. Tiim olumsuz etkenlere ragmen ¢ok sayida insan geleneksel
perakendenin ger¢ek diinyasi diye tamimlayabilecegimiz magazadan satin alma yontemi
seklindeki aligveristen hala hoslanmaktadir. Perakende sektoriiniin Onciileri ¢esitli satis

kanallarinin tehdidini firsata ¢evirme telasi icerisindeler. Miisterilerin insanlarla iliski kurma



ihtiyaci, aninda tatmin olma arayisi, yasanan dencyimleri hikdaye olarak anlatma gereksinimleri
gibi davranis modelleri geleneksel perakendeciligin magazacilik kiiltiiriinii gli¢lendirmis ve

ayn1 zamanda evrimlestirmistir.
Trendwatching perakende sektoriiniin doniisiimiinii dort ana etkende siralamistir.

1. OFF=ON: Miisterilerin sadece online aligverisleri sirasinda sahip olduklar1 birtakim

avantajlara, artik geleneksel aligveriste de sahip olmalari.

2. RETAIL SAFARI: Misteriler tarafindan ger¢ek deneyimlerin saltanatinin devam

ediyor olusu.

3. INSTANT STATUS FIX: Geleneksel aligverisin aninda sagladig statii tatminini online

olarak yapilan aligverisin hala saglayamiyor olusu.

4. CITYSUMERS: Tiiketiciligin geleceginin sehirlere bagli olmasi ve sehir kiiltiiriiniin,

diinyanin her yerinde, perakende kiiltiirii ile neredeyse es anlamli kabul edilmesi.
2.1.3.1. OFF=ON

Gergek diinyanin giderek egemen hale gelmekte olan sanal diinyaya adapte olma cabasini
anlatan OFF=ON isimli trend geleneksel perakendeciliginin aligveris deneyimlerini

degistirmistir (“Retail Renaissance”, 2011).

Trendwatching bu degisimi su sekilde agiklamaktadir. “Online diinya, bir dizi yepyeni is yapis
bicimi ve i silirecinin ortaya ¢ikmasina neden olurken miisterinin siirece yeni dahil olma sekli
ve yeni pazarlama teknikleri, tiiketicilerin sanal diinyanin sagladigi olanaklarin tadini
cikartmasinin Oniinii agmaktadir. Bundan boyle fiziksel diinya online diinyada yasanan

gelismelere gore adapte olmak zorunda” (“Retail Renaissance”, 2011).

Her 10 tiiketiciden 8’1 satin alma faaliyetinden Once internette arastirma yapmaktadir. Bu
tiketicilerin %42’si internette arastirma yaptiktan sonra online olarak, %51°i ise internette
arastirma  yaptiktan  sonra  magazadan satin  alarak alig  veris  faaliyetini

gerceklestirmektedir (Google/IPSOS OTX MediaCT, 2011).

Aligveris yapmadan once birden fazla noktadan (magaza, internet, mobil cihaz veya katalog)

bilgi alan ¢oklu kanal deneyimlerine agik olan tiiketiciler, sadece magazadan aligveris yapan



tiiketicilere oranla satin alma faaliyeti basina %82 oraninda daha fazla para birakmaktadirlar

(Deloitte, 2018).

Hazir giyim sektoriinde, elektronik ticarette ziyaretin satin alma faaliyetine dontisme oran1 %2-
3,5 civarinda iken, ayn1 donemde geleneksel magazalarin miisteri doniisiim oranlart %20-

25’lerdedir (Vedat ve OZBEK, 2014).

Tiiketicilerin %40’ 1mnin akilli telefon sahibi oldugu Amerika’da, bu tiiketicilerin %70°’1 akilli
telefonunu magazada aligveris yaparken kullanmaktadir. Akilli telefonu olan tiiketicilerden
%7410 akilli telefonunu kullanarak aligveris yapmistir. Bu kisilerin %76’s1 geleneksel

magazalardan, %59’u internetten ve sadece %35°1 ise akilli telefonu {izerinden bir aligveris

faaliyeti gerceklestirmistir (Google/IPSOS OTX MediaCT, 2011).

2010 yilinda tiim diinyada mobil barkod tarama islemlerinde (geleneksel UPC barkodlar1 ve
QR kodlar1 dahil) %1600 oraninda artis gézlemlenmistir (“Retail Renaissance” 2011).

2.1.3.2. Perakende Safarisi

Miisterilerin internette aligveris yaparken yasamayacaklar1 veya elde edemeyecekleri seylere
karsilagsma beklentisi artmis durumdadir. Magazalarda ki ilgi cekici gosteriler, o magazada
satilan Ozel triinler, iirlinleri deneme sanst veya Uriinleri ne sekilde kullanacagini 6grenme
firsat1 gibi deneyimler geleneksel perakende de farkli formlarda yerini almis durumdadir

(“Retail Renaissance”, 2011).
2.1.3.3. Aninda Statii

Miisteriler internet aligverisindeki teslim siirelerinden etkilenmek istemiyorlar. Aldiklar
triinlerdeki etkilesimi ve deneyimi aninda yasamak istiyorlar. Bir magaza personelinin
kendileri ile ilgileniyor olmasi bir statii beklentisi hissini tatmin etmektedir (“Retail

Renaissance”, 2011).
2.1.3.4. Citysumers

Bu trend basglig1 sehirlerde yasayan niifusun tiiketim aligkanliklarinin fazla olmasi ve perakende

firmalarma ulagiminin kolay olmasinin sagladig1 avantajlar1 kullanan bir miisteri profilinden



ortaya ¢ikmistir. Bu yeni aligveris demografisi magazalarin nerelere agilmasi ve online

deneyimlerle desteklenmesi gerekliligini ortaya koymustur.

Asya’nin perakende satis hacminin 2010’da 5,4 trilyon USD iken 2014’de 8,5 trilyon
seviyelerine ¢ikmistir. Kuzey Amerika ve Bati Avrupa’nin perakende satis hacimlerinin ise
ayni donemde sirasiyla 4,5 trilyon USD ve 2.7 trilyon USD olarak gergeklestigi
gozlemlenmistir (Mergan 2007).

2.1.4. Perakende Kanal Tipleri

Miisteriler iriinlere her kanaldan ulagsma istegi egilimdedirler. Sekil 2.2’de oldugu gibi
miisterilerin bir satin alma deneyi mi i¢in tatmin edilmesi gereken temel ihtiyaglar
bulunmaktadir. Tiiketiciler yeni iiriin ve hizmetleri kesfetmek, tartismak ve satin almak i¢in
artan oranda ve daha karmasik yontemler kullanarak, mevcut arkadas grubu, fan ve takipgi
aglarina bagvurmaktalar (Sheth, Mittal, ve Newman, 1999).
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Sekil 2.2: Miisteri davranis modeli



10

Sekil 2.3’te gelisen teknolojilere adapte olma siiresi gosterilmistir. Buna gore gelisen
teknolojilerle birlikte miisterilerin adaptasyon stireleri de kisalmis bulunmaktadir. Ayni
zamanda telefona olan adaptasyon siiresi 38 yili bulurken artik yeni gelisen teknolojilere adepte

olma siiresi giinlerle ifade edilmektedir.

Shirinking Technology Adoption TimeFrames

ipad 0,08
iphone | 0,21
Facebook 0,25
Netbooks 0,5
ipod 3
Internet
Television

Telephone

Sekil 2.3: Gelisen teknolojilere adapte olma siiresi (comScore Diinya ve Tiirkiye Elektornik Pazar yeri
trendleri raporu)

PWC firmasinin yaptig1 arastirmaya gore Turkiye ve Diinya’da giyim sektoriinde aligveris

kanallarinin tercih edilme dagilimi Sekil 2.4’te gosterilmistir.
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Sekil 2.4: Giyim sektoriinde Kanal Tipleri dagilimi (PWC, 2013).

2.1.5. Diinyada Perakende Sektorii

Teknolojik gelismeler, kiiresel ekonomideki degisim, hizlanan sehirlesme, iklim degisimi ve
demografik degisiklikler gibi mega trendlerin diger sektorlerde oldugu gibi perakende
sektorlinde de yarattig1 yogun doniisiime 151k tutmaktadir. Perakende sektorii, degisen tiiketici
taleplerine kars1 zamanli ve dogru bir sekilde cevap verebilmek i¢in hizli olmak ve farkli satig
kanallarini koordineli bir sekilde yiiriitmek zorundadir. Bu nedenle bilgi teknolojileri ve gerekli
alt yap1 yatirnmlar1 hayati onem tagimaktadir. Teknolojik gelismeler, iletisimin ¢esitlenmesi,
tiiketicilerin zaman darlig1 ile birlikte elektronik ticaret giin gectikce dnem kazanmaktadir.
Entegre teknoloji platformlari, misteri analitiklerinin olusturulmasina olanak saglayan veri
depolama sistemleri, teknolojik yatirimlar ile tedarik sistemlerinde yapilan verimlilik
uygulamalari gelecekteki perakende is modelinin temel yap1 taglarini olusturmaktadir (Besfin,

2018).

Yillara gore perakende gelisimi Sekil 2.5° te gosterilmistir. Diinya capinda perakende
satiglarinin, e-ticaret de dahil olmak iizere 2017 yil sonunda 23.445 milyar dolar olarak

gergeklestigi tahmin edilmektedir. E-ticaret sektoru her yil, geleneksel perakende sektoriinden
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yaklasik yiizde 1 oraninda pay almaktadir. Perakende e-ticaret satiglar1 2017 yilsonunda diinya
capinda 2.350 milyar dolara ulasacaktir. Bu oran toplam perakende satislarinin yiizde 10,1’ini
olusturmaktadir. Bu noktada, kiiresel e-ticaretin toplam perakende satislari icerisindeki pay1
2011 yilinda yilizde 3,6 iken 2016’da bu oranin yiizde 8,7’ye yiikseldigini belirtmek
gerekmektedir (KPMG, 2017).

Diinya Genelinde Toplam Perakende Satislari

2016 2017 2018 2019

Sekil 2.5: Diinya geneli perakende sektorii (KPMG, 2018)

2.1.6. Tiirkiye’de Perakende Sektorii

Tiirkiye perakende sektoriiniin yaklasik %67 sini geleneksel perakende, %33’iinii ise organize
perakende olusturmaktadir. Organize perakende pazari 6zellikle son 15 yilda biiyiik bir biiylime
gostermis olmasina ragmen, klasik esnaflik bigimi geleneksel perakende sektoriinde hala
Onemini korumaktadir. Buna ragmen organize perakende sektorii biiylime trendini korurken,
geleneksel sektorde diisiis yasanmaktadir. Bu degisimin birka¢ nedeni arasinda; AVM
yatirimlarinda yasanan biiylik artig, geleneksel perakendenin i¢inde bulundugu rekabet sorunu,
miisteri davraniglarindaki degisim ve aligveris aliskanliklarini kokiinden sarsan teknolojik
yenilikler olarak sayilabilir. Bir baska onemli faktor de oldukga agresif biiyiiyen indirim
marketlerinin, 6nemli bulduklar1 lokasyonlarda satin alma veya devralma yolu ile geleneksel

sektor aleyhinde biiyiiyor olmalaridir (KPMG, 2018).
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Sekil 2.6: Perakende satis cirolar1 (TUIK, 2017)

Sekil 2.6’da 2009 ve 2015 yillar1 arasinda Tiirkiye’deki perakende satig cirolarinin degerleri
gosterilmistir. 6 yil icerisinde ortalama %77 biliylime gdstermistir. Magaza, metrekare ve sepet
verimlilikleri dogru analiz edilip, yatirimlar bu yonde yapilmadigi siirece sektor, iginde
bulundugu bu sikintili durumu mevcut yontemlerle asamayacaktir. Lokasyon neresi olursa
olsun rakiplerin oldugu yerlerde magaza a¢ma egilimi, yiiksek kira giderleri ve fiyat
dengesizlikleri sonucunda nakit akist problemleri artirmaktadir. Fiyat indirimi ve kampanya
stratejilerinin tutarsizliklari, uzun vadeli nakit akisi problemine ve miisteri sadakati sorunlarina
neden olmaktadir (KPMG, 2018).

Mevsim etkisinden arindirilmis cari fiyatlarla 2017°nin hemen hemen tiim aylarinda perakende
ciro endeksi, bir onceki yila gore artis gostermistir. 2017 yilina, bir Onceki yilla
karsilastirildiginda daha diisiik bir satis hacmi ama daha yiiksek bir ciro ile giren perakende
sektorii, 2016 nin ayn1 donemiyle karsilastirildiginda %11 ciro biiylimesi yakalamistir. Dovizle
Odenen kiralar ve asgari licretin artisiyla yiikselen is giicli maliyetleri, sektorde ciro artigina

ragmen karliligin baski altinda kalmasina neden olmustur.
2.2. LOKASYON ANALIZI VE YER SECIMI

Insanligin faaliyet alanlarindan en dnemlisi olan ekonomik cografya, ticari faaliyetle iliskili mal
ve hizmetlerin iiretim, tiiketim ve dagitiminin mekansal agidan anlamlandirmaya ve aciklamaya
caligir. Bu nedenle ekonomik cografyanin ilgi alani, ticari tirin ve hizmet faaliyetlerinin tiretim,

lojistik ve tiiketim yerleridir. Bir farkli tanim ile ekonomik cografya, lokal, bolgesel ve bolgeler
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aras1 boyutlarda Ki ticari faaliyetlerin pazar alanlarimi inceleyen bir arastirma alanidir. Bu
yoniiyle ekonomik cografya, iiriin ve hizmet faaliyetlerinin iretim, tiiketim ve degisim
davraniglari ile iligkili ticari aktivitelerin bolgelere gore farklilasmasini anlamlandirmaya caligir
(Yavan, 2006).

Taafle ekonomik ve iktisadi cografyanin dagilimini Sekil 2.7’deki sema grafigi ile gostermistir
(Taaffe ve Gauthier, 1994).

Uluslararas ticaret iktisatcisi
Kalkinma iktisatoisi
Balgesel iktisata

Balge bilimcisi

- Lokasyon analisti
Ekonomik

cografya

yFr vyrvyT

Teorik ekonomik cografyan

Sekil 2.7: Ekonomik ve iktisadi cografyanin dagilimi (Taaffe ve Gauthier, 1994)

Baz1 aragtirmalarda lokasyon, bir sirketi bir sehire veya bir noktaya ¢eken parametrelerin
anlamli bir bilesigi (kombini) olarak tanimlanmaktadir. Bazilarinda ise lokasyon lojistik
faaliyeti maliyetlerinin 6nemli bir etkeni olan bir noktanin diger bir noktaya olan mesafesi ve
bu mesafenin etki alanlar1 olarak ele alinmaktadir. Bunlara ek olarak lokasyonu, geleneksel
fiziki mekan taniminin Gtesinde, pazar alanlar1 arasindaki goreceli kiiltiirel yakinlik seklinde

tanimlayan aragtirmalarda bulunmaktadir (Yavan, 2006).

Lokasyon Analizi ve Yer Se¢imi bir¢ok sektor de karsilasilan temel problemlerden bir tanesidir.
Magaza yeri, depo yeri, liretim yeri, banka subesi gibi fiziksel bir lokasyona tabi tiim faaliyet

kollarinda yer se¢imi i¢in bir takim temel kriterleri kontrol etmeleri gerekmektedir.

McCann ve Mudambi lokasyon analizi ile ilgili dogrudan yabanci yatirimcilar igin iki farkli

calisma ylriitmiislerdir.
e Bolgeler arasindaki lokasyon se¢imi (inter-countrylevel),

e Bolge icindeki lokasyon se¢imi (subnationalgeographicalscale).
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Gortldigi gibi firmalar lokasyon se¢imini birka¢ farkli cografi boyutu analiz ederek
yapmaktadir. Bu kararlar dikkate alindiginda lokasyon yeri se¢imi, bina se¢imine karar verene
kadar hiyerarsik olarak iilke, bolge, kent ve kentin i¢indeki herhangi bir noktanin se¢ilmesini

ve bu secilme nedenlerini i¢eren bir karar alma faaliyeti siirecidir (Yavan, 2006).
2.2.1.LokasyonTeorisi

Lokasyon teorisi ¢ok uzun bir arastirma ge¢misini igerir. Bu nedenle lokasyon teorisi ekonomik
cografya ve bolgesel iktisadin temellerini olusturan bir dizi ¢aligmalara onciiliik yapmuistir.
Lokasyon teorisi arastirmacilar lizerinde biiyiik bir yanki olusturmustur. Boylece ¢evre bilimi
denilen yeni bir bilim dalinin olusmasina yol agmistir. Lokasyon Teorisi ekonomik faaliyetlerin
nerede yer aldigt ile ilgilenir. EKonomik kararlarin cografi etkisini ve insan davranislarini analiz
etmektedir. Boylece lokasyon analizinde nerede sorusunun cevabini olusturan, konum (space)

ve yer (place) biiyiik bir dneme sahiptir. (Hoover, 1937; North, 1955)

Lokasyon teorilerinin agiklamaya cevap aradigi temel sorular, bir firma veya hane halki/bireyin
bir lokasyonu seg¢mesini saglayan temel faktorler/motivasyonlar nelerdir? Lokasyon
karariin/se¢imin toplumsal, ekonomik, kiiltiirel, siyasal ve mekansal sonuglart ve
uygulamalar1 hangisidir? sorularidir. Boylece teori sadece firmalarin degil ayn1 zamanda
bireylerin/hane halklarinin hatta devletin/kamunun yer se¢im davraniglari ve bunlarin sonuglari

ile ugragmaktadir (Yavan, 2006).

Lokasyon teorisi, ii¢ biiyiik klasik kurucusunun g¢alismalarina dayanmaktadir. Bunlardan ilki,
tarimsal lokasyon teorisinin Oncili arastirmalarini yapan VonThiinen teorileridir. Digeri,
ekonomik lokasyon teorisini tanimlayan Alfred Weber’in teorisdir. Sonuncusu ise bir ekonomik
sektor merkezi olarak kurulmus sehir ve kentlerin konumlarini agiklamaya ¢alisan Christaller-

Losch teorisidir.
2.2.1.1.Weber’in En Az Maliyet Teorisi

Weber’in temel teorisi bir firmanin tesis yeri i¢in segilebilecek en uygun yer, iiretim
maliyetlerinin en az oldugu yerdir. Weber yer secimindeki karar parametrelerinin
karmagikligin1 azaltmak i¢in agsagidaki temel varsayimlari kabul ederek analizlerine baslamistir

(Weber, 1929).
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e Ekonomik faaliyet bolgelerinde tam rekabet kosullart hakimdir.

e Higbir firma lokasyon yer se¢ciminden dolayr monopolistik avantaja sahip olamaz.
e Tim kararlar ekonomik rasyonel gdstergelere gore verilmektedir.

e Diiz ve genis bir alan s6z konusudur.

e Tiiketim pazar yerlerinin biiyiikliigii ve lokasyonu bellidir.

e Piyasa sadece 6zel yerlerde mevcuttur.

e Hammaddeler sadece belli yerlerde bulunmaktadir.

e Isgiicii sadece birkag lokasyonda bulunmaktadir. Buralarda da isgiicii go¢ etkisinden

uzak ve hareketsizdir fakat iiretim yerlerinde sinirsiz emek arzi vardir.
Dicken (Dicken, 1990), Weber’e gore hammaddeleri asagidaki sekilde agiklamistir;
e Lokasyonu etkilemeyen girdiler (Ubiquitousmaterials/inputs).

e Belirli  yerlerde  bulunan ve lokasyonu  etkileyen  lokal  girdiler

(localizedmaterials/inputs).
o Hurda ciktist az olan agirligi degismeyen girdiler (purelocalizedmetarials).

o Hurda ciktisi cok olan ve agirhig degisen girdiler
(impure/grosslocalizedmaterials).

Weber bir hammadde indeks formiilii gelistirmis ve tesisin nereye kurulmasi gerektigini

aciklamaya caligmigtir

Hammaddelerin Agirliklar: topamu
Hammadde Indeks — HI =

Uriinlerin agirliklart toplami
HI > 1 kurulus yeri hammadde kaynaklarina yakin

HI < 1 kurulus yeri ekonomik faaliyet alanlarina (pazar yerlerine) yakin
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Weber’e gore “lojistik maliyeti” bir firmanin lokasyon se¢imini etkileyen en Onemli
parametredir. Weber’in temel teorisi, “Bir firma lojistik maliyetlerinden tasima maliyetini

minimum seviyeye indirdigi yerde tesisini agma karar1 verir” yaklagimidr.

(A) Hammadde her yerde bulunyorsa (B) Hammadde saf/net bir girdi ise, optimal
optimal lokasyon P olur. lokasyon H'de, P'de veya H-P hatti Gzerindeki
herhangi bir yerde olabilir.

P Pazar/piyasa noktasi

(C) Optimal lokasyon girdinin imalat sirasinda fiziki H Hammadde kaynag
ozelliginde meydana gelen dedisime bagh olarak ya
H'de ya da P'de olur.

Sekil 2.8: Weberyen lojistik tasima maliyetleri ve hammaddenin niteligine gére optimum lokasyon
(Weber, 1929; Yavan, 2006).

P-
1TL 1TL
H. 1TL H=z Hy 2TL Hz
A B

{ } P Pazar/piyasa noktas { :l
H, Hammadde kaynadi 1
H: Hammmadde kaynad 2
L Optimum lokasyon
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Sekil 2.9: Weber’in lokasyon ti¢geni (Yavan, 2006).

Weber’in ¢alismalarinda ki diger dnemli parametre ise “is glicii” maliyetlerinin bélgelere gore
farklilik gostermesidir. Weber emegi, kurulus yerini en diisiik lojistik maliyeti noktasindan en
diisiik is giizli maliyetlerini olusturan noktalara kaydiracak bir etken olarak gormektedir.
Weber’in teorisine gore is gilicii maliyetlerinden elde edilen tasarruf, ulasim maliyetlerini

asarsa, tesis emek noktasina yakin bir lokasyona agilacaktir.

Kritik egulagim agdrisi

P Pazar/piyasa noktas)
Hi Hammadde kaynad 1
Hz Hammadde kaynad 2
Ha Hammadde kaynad 3
E; iggicd lokasyonu 1

E: Iggici lokasyonu 2

L1 optimum lokasyon (ulasim maliyeti agisindan)

L: optimum lokasyon (iggicd maliyeti agisindan)

Sekil 2.10: Weber’in es maliyetli ulasim egrileri analizi ¢er¢evesinde lojistik tasima maliyetleri ve emek
faktorlerine gore optimum lokasyon (Yavan, 2006).

Weber’in arastirmalarinin son adimini “y1gilma ekonomileri” (agglomeration) olusturmaktadir.
Weber yigilma ekonomisinin is giiciine benzer bir etki gosterdigini belirtmektedir. Yani tesisi
en disiik is¢i maliyetlerinin bulundugu noktalardan yigilma ekonomilerin olustugu noktalara

kayabilecegini diistinmektedir.
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Kritik agulasim malyet
edrilerinin birbirini kestigi
alanda pigilma ekonomisinin
maydana gelddl alan

Kritik asulagim
maliyet edrisi

Sekil 2.11: Weber’e gore y1gilma ekonomilerinin olusumu (Yavan, 2006).

2.2.1.2.Losch’iin En Yiiksek Kazan¢ Teorisi

Losch, firmalar igin ekonomik pazar yerlerinin olusumunu ve Onemini gostermek icin
calismalari ii¢ asamal1 yolla ortaya koymustur. ilk adim olarak bir mekansal talep Konisi
gelistirerek bu koninin merkez noktasinda (A noktasi) bir firma iiretim yapmakta olup, firma
Sekil 2.12’deki BC talep egrisine sahiptir. Fiyat mesafe ol¢iisiiniin bir fonksiyonu olarak
alindiginda, AB lojistik tasima maliyetini gostermekte ve mesafe ile birlikte tasima maliyeti
artmaktadir. Bu talep konisinde, piyasa merkezinden uzaklik arttikga lojistik tasima maliyetleri
artacagi i¢in talep edilen miktar azalacaktir ve en sonunda B noktasina ulasgildiginda talep sifira
inecektir. Ciinkii B noktasinin 6tesinde A’nin mallarinin fiyati ¢ok pahalilasir (her firmanin
dairesel bir pazar alam1 varsayimi altinda) ve tiiketiciler daha ucuz oldugu icin diger firmanin
malin1 talep eder. ABC konisi firmanin toplam satis biiyiikliigiinii vermektedir. Lsch, talep
egrisini A noktasi etrafindan 360 derece dondiirerek pazar alaninin baslangigta dairesel
oldugunu ve her firmanin dairesel bir pazar alanina sahip oldugunu ortaya koymustur (Yavan

2006).

Cok sayida firmanin dairesel bir ekonomik pazar alani i¢inde faaliyet gosterdigi ikinci asamada,
potansiyel pazarlardaki talebi karsilamak icin rekabet artar ve bu artis bazi durumlarda
dairelerin {ist liste cakismasina, bazi durumlarda ise bir¢ok alana satig yapilamamasina neden
olur. Rekabetin daha fazla firmay1 ayni faaliyet alanina ¢gekmesi zamanla her bir firmanin pazar

alaninin daralmasina yol acar. En sonunda ise baslangigtaki dairesel piyasa altigen sekilli bir
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piyasaya doniisiir. Bu altigen, piyasalarin merkez noktalarinda ise firmalar yer alir. (Yavan,
2006)

“.3
Hizmet edilemeyen

piyasa alan Cakigan piyasa alam

(B) Dairesel piyasalar

Piyasa/pazar alaninin sinn o“o
(A) Mekansal talep konisi o

(C) Amgen piyasalar

Sekil 2.12: Losch’tin mekansal talep konisi ve Pazar alanlar1 (Yavan, 2006).

2.2.1.3. Hotelling’in Mekéansal Rekabet ve Lokasyonel Bagimlhiik Modeli

Hotelling (1929) iki firmanin lokasyon Yyeri secerken izledigi stratejiyi gosteren basit bir model
gelistirdi. Hotelling, teorisinde iki firmanin (duapol) lokasyon er se¢imi stratejisi lizerinde
durarak dengeli ve istikrarli bir lokasyon yerinin nasil segilecegini arastirmistir. Bu modele
gore, firmalar hareket serbestligine sahip belirli biiyiikliikte talebin oldugu bir piyasada ayni
mal ve hizmeti satmaktadir. Firmalarin mal veya hizmetlerini sattigi piyasada tam rekabet
kosullar1 bulunmakta ve firmalar arasinda gizli bir anlasma (collusion) veya kartel s6z konusu
degildir.
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Orefim yerindeki fiyat

4—A'nin satis alan —e #— B'nin saliz alan —e

B
. Mesafe e

Teslim fiyatir —»
Taslim fiyati —»

(A) Mekansal denge: sint sirta lokasyon

Teslim fiyali —»
Taslirm figati —»

4—— A'nin|satis alan —' 44— B'nin [salis alan —

- Mesafe e

{E} Ezit payl istikrarsiz lokasyon

o
—

+—A'nin sahi alan

Teslim fiyal
Taszlim fiyat

- — Mesale R

(C) Lokasyonun rekabet etkisi

Sekil 2.13: Hotelling modeli rakip firma stratejileri (Yavan, 2006; Hotelling, 1990).

2.2.1.4. Christaller’in Merkezi Yer Teorisi

Christaller’in modelinde talep pazarda diizgiin bir dagilima sahiptir. Bir¢cok firma ayni ¢iktiy1
tiretmekte, hammadde lokasyon bagimsiz saglanmakta, lojistik maliyetleri ayn1 ve tiiketiciler
en yakin lokasyonu tercih etmektedirler. Bu kabuller altinda firmalar bir mal veya hizmetin
faaliyet alan1 i¢inde piyasa doygunluk esiginin minimum oldugu her lokasyonda bulunabilirler.
Christaller’in modeline gore firmalarin altigen sekilli bir pazar i¢cinde faaliyette bulunmasi, bu

pazardaki tiim talebin kargilanmasi anlamina gelmektedir (Hayter, 1997).

Christaller modeli hiyerarsik bir iiretim ve lokasyon yapis1 dngdriisiine bulunmaktadir. Dicken

(P Dicken, 1990) Sekil 2.14’te modeli sematize etmistir.
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Sekil 2.14: Christaller’in merkezi yer hiyerarsisi ve altigen piyasa alanlar1 (Peter Dicken ve Lloyd,
1990).

2.2.1.5. Isard ve Greenhut’un Mekan Ekonomisi

Lokasyon yer se¢imi galigmalarmma en fazla katkiyr yapanlardan biri de Isard’dir. Isard,
VonThiinen, Weber, Christaller ve Losch gibi lokasyon teorisi modellerini birlestirerek genel
bir lokasyon yer se¢imi teorisi olusturmustur. Digerlerine benzer sekilde en 6nemli parametreyi

sanayi faaliyetleri olarak belirlemistir (Isard, 1975).

Weber ve onu takip edenlerin (Palander ve Hoover) en az maliyetli lokasyon yer se¢imi modeli
ile Hotelling ve Losch’iin talebi ve pazar sartlarini1 dikkate alan en yiiksek kazang ve/veya pazar
alan1 modelini birlestiren ilk ¢aligma iktisatg1 Greenhut tarafindan yapilmigtir. Greenhut hem
maliyet ve talep parametrelerini hem de fiyat ve piyasa parametrelerini goz Oniinde

bulundurarak, firmalarin lokasyon yer se¢im modellerini olusturmaya ¢alismistir.

Isard ve Greenhut arastirmalart ile mekan ekonomisinin (spaceeconomy) temellerini
olusturmuslardir. Her iki bilim insan1 da lokasyon teorisinin kapsamini genisleterek, genel
ekonomik teorinin ilkeleri ile lokasyon teorisinin ilkelerini birlestirmis ve bu nedenle genel
dengeye oturan bir lokasyon teorisi insa etmislerdir. Fakat Isard ve Greenhut, teorilerini
neoklasik iktisadin kabulleri ve kisitlar1 altinda gerceklestirmeye galistiklari igin, 6zellikle
1960’lardan itibaren davranmigsal iktisatgilar tarafindan ¢ok fazlar elestiriye ugramislardir
(Yavan, 2006).
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2.2.1.5. Gravity (Cekim) Modeli

Gravity (¢cekim) modeli, adin1 Newton’un “yergekimi kanunu” teorisinden almaktadir. Buna
gore iki kiitle arasindaki ¢ekim kuvveti, kiitlelerin agirliklar: ile dogru orantili ve kiitlelerin
aralarindaki uzakligin karesiyle de ters orantilidir. Model uluslararasi ticareti agiklamaya
calistifinda ise iki iilke arasindaki ticaret hacmi, iilkelerin milli gelirleriyle dogru orantil,

aralarindaki mesafeyle ters orantili olarak degisir (Tatlic1 ve Kiziltan, 2011).

Bu modelde perakende firmalar1 arasindaki etkilesim firma biiyiikliikleri ile dogru orantili ve
uzaklik ile ters orantilidir. Bir magazayi etkileyen diger magaza ne kadar biiylik ve yakin ise

rekabet etkisi o denli fazla olmaktadir.
2.2.2. Perakende Sektoriinde Lokasyon Analizi

Perakende sektoriinii inceledigimizde, Ozellikle Tiirkiye’de oldukca dinamik bir yap1
bulunmaktadir. Gida, giyim, beyaz esya, elektrik ve elektronik esya gibi tirtinleri satan firmalar,
zincir magaza modelinde, Tiirkiye ortaminda siirekli olarak degisen pazar yapisini ve niifus
dinamiklerini g6z 6niinde bulundurmakta, bunun sonucu olarak da magaza agma, kapatma,
bliylitme ve birlestirme gibi kararlar1 belirli sikliklarda vermek zorunda kalmaktadirlar. Bu tiir
kararlar ¢ogu zaman detayli arastirmalar yapilmadan, miisteri profili ve pazar yapisi
incelenmeden, ayrica mekansal unsurlar da dikkate alinmadan verilmekte, bu da firmalar1 ciddi
zararlara ugratmaktadir. Ayrica yer se¢imi problemini zorlastiran bir diger unsur da rakip
magazalarin  konumlar1 ve rakip magazalarin biliyime stratejilerinin de incelenmesi
gerekliligidir (Bozkaya ve Yanik, 2008).

Bu amagla firmalar lokasyon analizi konusu ile ilgili olarak ¢evre analizleri yaptiklarinda

asagidaki temel sorulara cevap aramaktadirlar.

v Bolge ticari olarak ne kadarlik degere sahip?
v Rakipler kimler?
o Olasi rakiplerin tehdidi

o Ikame iiriinlerin tehdidi



24

o Tedarikgilerin giicli
o Miisterilerin giicii

o Rakipler aras1 rekabetin siddeti

v’ Sosyal (sosyo Kkiiltiirel yap1) yap:t nasil? (Insanlarin deger yargilari, tutum ve
davraniglari, kiiltiirel aliskanliklari, Yasam bigimlerini olusturan ve etkileyen unsurlarin

bulundugu ¢evre, tatil giinleri vs.)

v Ekonomik yap1 nasil? (Mal ve hizmet durumu, kaynaklarin tiretim ve tiiketim durumu,

kisi basina gelir, kriz donemi, canlanma dénemi, sezon, enflasyon vs.)

v" Demografik yapi nasil (iilkede bulunan niifusun yapisini, o6zellikleri, durumunu,

dinamik 6zelliklerini)
v" Politik yap1 nasil?

v" Teknolojik yap1 nasil? (Teknolojik ¢evre; yeni tiriinler, siiregler, yeni yasam bigimleri,

bankacilik, iletisim, is hayati, vs.)

v' Uluslararas1 yap1 nasil (Ulke disindaki firsat ve tehditleri barindiran politik, yasal,
ekonomik ve sektdrel olaylar ve oyuncular1 kapsar. Savas olasiliklar, Ulkeler arasi
birlesme / ayrilmalar, Serbest ticaret bolgeleri, Glimriik birligi antlagmalari, Ortak Pazar

antlasmalari, Ambargolar ve kotalar)

Yoneylem arastirmasi teorilerinde yer alan, lojistik ve karar teorisini ilgilendiren ¢alismalarda
magaza veya tesis yer se¢imi problemlerinin uzun siiredir arastirmalara konu oldugunu
gozlemlemekteyiz. Lokasyon teorisi alanindaki aragtirmalara 20. yiizyilin baglarinda Reilly ve
Converse’in yaptig1 ¢aligmalar dncii olmustur. Gelistirilen ilk “¢ekim modeli’nde, tiiketicilerin
sehirlerarasi alisveris amagcl hareketleri, niifus ve mesafe dikkate alinarak modellenmektedir
(Reilly, 1929). Fakat sadece bu iki girdi parametresini dikkate alan modellerin igerdigi
eksiklikleri agsmak igin Huff tarafindan misteri tercihlerinin etkisinin de dikkate alindig1 yeni

ve daha temel bir model ortaya konmustur (Huff, 1964). Huff, miisterilerin magaza
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tercihlerinin, magazanin ¢ekiciligine ve miisteri ile magaza arasindaki uzakliga baglh oldugu

varsayimi ile bu modeli gelistirmistir.

Lokasyon yer se¢imi problemlerinde, miisterilerin her zaman en yakin magazalara gitmeyip
magazalarin ¢ekiciligi ve kendi ihtiyaglar1 dogrultusunda tercihte bulunduklari gercegini
isleyen modellere son yillarda daha fazla rastlanmaktadir. Ornek olarak Das¢1 ve Laporte
(2005), misterilerin mesafe, hizmet tiirii ve tikketim ozelliklerini dikkate alarak belirli bir
olasilikla magaza tercih ettikleri bir model ortaya koymuslardir (Dasci ve Laporte, 2005). Bu
modelde yatirim biitgesi kisit1 da parametre olarak yer almaktadir. Fernandez (2006), tek bir
tesis yer se¢imi i¢in hem ana firma hem de bayi igin kar maksimizasyonu yapan bir model
formiile etmistir. Bu ¢alismada da yatirim biitgesi kisit1 dikkate alinmakta ve problemin ¢oziimii
i¢in iki algoritma onerilmektedir (Bozkaya ve Yanik, 2008). Silva ve Serra (2007), elde edilecek
pazar payint hem uzakliga bagli erisim siiresine hem de lokasyonda bekleme siiresine bagl bir
fonksiyon seklinde kurgulamis ve bundan yola cikarak modelledikleri problemi karinca
kolonisi sezgisel optimizasyon yontemi ile ¢6zmiislerdir (Silva ve Serra, 2007). Drezner ve
Drezner (2007), benzer problemi ulagim ag lizerinde p-medyan bazli ¢ekim modeli seklinde
modellemis ve iki ayr1 sezgisel algoritma yardimiyla ¢ozmeye ¢alismistir (Drezner ve Drezner,
2007).

Bir perakende firmasinin Magaza A¢ilis Kararlari agagidaki is akis siireglerini takip etmektedir.

Siirecin ikinci adimi olan lokasyon belirleme alt ardil basliklar ise Sekil 2.15°te verilmistir.

- Imalat ve Tadilat -
/ ™ yillik Biitce Kira Sézlesmesinin ) Magazanin Ty
[T Lokasyon Belirleme - . Sozlesmesinin | g |
A\ Hazirlanmasi Dizenlenmesi . . Hazirlanmasi -\ /
Dizenlemesi

Sekil 2.15: Perakende Firmas1 Magaza Acilis Siireci Is Akist

Sekil 2.15°te gosterilen is akis semasinin prosediirii ise asagida verilmistir.
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LOKASYONLARIN BELIRLENMESI

e Yeni magaza agilmasi siireci iki sekilde baslatilir ve tiim siire¢ “Magaza A¢ma Takip

Cizelgesi” inde takip edilir.

o Magazacihik GMY tarafindan magaza agimast yéniinde karara baglanan

verlerde bélge yapilanmast marifetiyle magaza agmaya uygun yerler aranir.

o Bolgelerde yeni agilan AVM lerden ve talep edilmese dahi bolgeler tarafindan

uygun goriilen yerler, durum bélge miidiirii ve GMY araciligi ile bildirilir.

o  Magazacilik GMY tarafindan magaza agilmas: yoniinde karara baglanan yerlerde
bélge yapilanmasina magaza agma talepleri, magazamn yerleri ne zaman agilmayt

planlandigi ve ne zamana kadar doniis beklendigi yazili talimatla iletilir.

e Bolge yapilar: belirtilen tarihe kadar arastirmalarini yaparlar, belirlenen alternatifler

insaat ve emlak birimine “Lokasyon Degerlendirme Formu” ile iletilir.

e Bolgelerde yeni agilan AVM lerden gelen talepler, talebin tarihi, geldigi bolge ve AVM
projesinin adi ve diger gerekli bilgileri icerecek sekilde insaat ve emlak tarafindan kayit

altina alinir.

o Insaat ve emlak birimi, AVM projelerinin yénetiminden gerekli olan bilgi ve

belgeleri talep eder. (Magaza bilgileri, resmi belgeler, vb.)

e Insaat ve emlak birimi, bir hafta icerisinde AVM ’den gerekli bilgileri toplayarak

Lokasyon Degerlendirme Formu na aktarir ve degerlendirme siirecine dahil eder.

ADAY LOKASYONLARIN DEGERLENDIRILMESI

o Aday magazamn tespitinin ardindan magaza yerinin uygunlugu “Lokasyon
Degerlendirme Formu” ile alinan gérsel ve gevre bilgilerine gore Magazacilik GMY

2R

tarafindan degerlendirilir. Degerlendirmelerde “Magaza A¢ma Standartlari” 'nda
belirlenen kurallar esas alinir. Gerekli goriilmesi halinde gorevlendirilen bolge miidiirii

tarafindan aday magaza ziyaret edilir.
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Aday lokasyonun binasinin giivenligi ozellikle eski binalarda (2000 yili 6ncesi) insaat
ve emlak birimi tarafindan tetkik ettirilir ve lokasyon degerlendirme formunda

goriislere yer verilir. Giivenli olmayan binalarda magaza kesinlikle a¢ilmaz.

Ayni ilge icerisinde birden fazla magaza agilmasi, mevcut magazanin performansini
olumsuz etkileyebileceginden ve baska bir yerde magaza ag¢manmin firsatini elden
kagiracagindan dolayi, ayni ilge icin onerilen magazalarin ozel olarak bildirilir ve
ilgedeki mevcut magaza yoneticisinin goriisleri lokasyon degerlendirme formuna dahil

edilir.

Lokasyon olarak olumlu degerlendirilen aday magazalar igin bélge miidiirliikleri

biinyesinde detayli biitce ve fizibilite calismalari yapiimasi talep edilir.

“Biitce Hesaplama Tablosu” gelir projeksiyonlarint icerecek sekilde AVM magazalart
icin 5 yillik, diger magazalar i¢in 3 yillik olarak bélgeler tarafindan hazirlanmir ve

Finans Birimi’ne iletilir.

Finans birimi tarafindan, giderler ve maliyetler biitce hesaplama tablosuna islenir.
Gelir tahminlerinin tutarliligi sorgulanarak gerekli diizeltmeler yapilir ve onaylanarak
iskonto edilmis nakit akislar: ve bugiiniin degeri ile EBITDA (faiz vergi ve amortisman
oncesi kar) ve magaza yatirimimin verimliligi Magazacilik GMY ’ye iletilir. Magazacilik
GMY, biit¢e hesaplamalarini genel yatirim biitgesine gore kontrol eder ve yapilan

projeksiyonlarin__dogrulugunu ve yatirim karar standartlarina gore yatirimin

uygunlugunu sorgular.

Yiiksek yatirim gerektiren veya kritik goriilen magazalarda fizibilite ¢alismasina ek
olarak lokasyon analiz anketi hizmeti alimir. Hangi yatirimlarda lokasyon analizi

vapilmasi gerektigi ve kurallart Magaza A¢ma Standartlarinda belirlenmistir.

Genel Miidiir Yardimcisimin biit¢e hesaplama tablosunun inceleyip onaylamasinin
ardindan Genel Miidiir projeyi yazili olarak degerlendirir. Onaylanan magazalar icra

kuruluna sunulur.

Icra kurulu tarafindan onaylanan magazalarin biitceleri, biitce takibinde kullanilan

ERP Biit¢e Modiilii ‘'ne Muhasebe Birimi tarafindan iglenir. Sisteme tanimlanan biitce,
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Magazacilik GMY 'nin onaywna diiser ve biitcelerin onaylanmasimin ardindan biitceler

sistemde aktif hale gelir.

o Magaza acilis kararinda onaylanan biitceler yillik olarak Genel Miidiir Yardimcisi

tarafindan gergeklesen veriler ile karsilastirilarak analiz edilir.

o  Olumlu sonuglanan magaza agma kararlari i¢cin magaza agulisi ile ilgili her tiirlii bilgi
ve belgenin takip edildigi magaza dosyalart olusturulur ve “Magaza Degerlendirme

Takip Cizelgesi”inde durumu olumlu olarak iglenir.

o Magaza dosyasinda, agilacak magazanmn degerlendirmesinde karsilasilan
magaza ag¢ma standardina uygun olmayan her tirli durum, bu durumun
degerlendirmeye etkisi ve nasil karar verildigi, yazili olarak dokiimante edilmis,

GMY ve GM tarafindan imzalanmustir.

e Siirecin herhangi bir adiminda olumsuz sonuglanan magaza degerlendirmeleri,
olumsuz sonuglanmasinin nedenleri de dokiimante edilerek dosyalanir ve argivienir.
Olumsuz sonuglanan magaza degerlendirmeleri, “Magaza Degerlendirme Takip

Cizelgesi”inde olumsuz olarak islenir.

Son yillarda Oklid uzakliklar1 yontemi ile lokasyon belirleme ¢alismalari yapilmustir. Oklid
uzakliklar1 yontemi ile agilacak magazanin dnceden agilmis magazalardan en ¢ok hangisine
benzedigi kesfedilir. Bu yontemde parasal herhangi bir deger kullanilmaz. Tamamen magaza
cevresinden elde edilen (Google Places vb. uygulamalarin) verileri kullanilir. Bu yontem literal
anlamda birbirine kus bakis1 benzeyen magaza ¢evrelerini teshis etmektedir. Cevresi kamu ve
0zel kuruluslar, okullar, tiniversiteler, kafe ve restoranlar, magazalar, ibadethaneler bakimidan
birbirine benzeyen magazalarin parasal degiskenler bakimimndan da birbirine benzeyecegi

beklentisi lizerine gelistirilmistir.

Bir diger yontemde Yapay Sinir Aglaridir. Bu yontemlede yine elde edilmis magaza cevre
verilerinin magazalarin cirosunu tahmin etme basarisina gore yeni agilacak magazalarin ne

kadarlik bir ciro getirecegi varsayimi lizerinden gelistirilmistir.
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2.3. MAKINE OGRENME

Makine 6grenmesi bilgisayarlarin gegmis bilgilerinden elde edilen tecriibelerden yararlanarak,
gelecekteki olaylarin tahmin edilmesine ve modelleme yapmasina imkan veren bir yapay zeka

alanidir (Adeli ve Hung, 1994).

Makine 6grenimi yeni yontem ve algoritmalarin gergek yasam problemlerine uygulanabilirligi
acisindan en verimli arastirma alanlarindan biridir. Teknolojinin diinyada beklenmedik bir
hizda degismesinden dolay1 glinimiizde nispeten ucuz bir fiyata yiiksek kaliteli ve hizli
donanim altyapilar1 kullanilabilmektedir. Akilli bir sekilde c¢evreye adapte edilebilen
sistemlerin gelistirilmesi biiyiik bir pratik uygulamaya alanina sahiptir. Genellikle, bu sistemler
maksimizasyon / minimizasyon kriterine gore belirli bir algoritma performansini optimize

ederek, deneysel verileri kullanirlar (Olivas, 2009).

Makine 6grenme yoOntemlerinin biiyiikk veri tabanlarina uygulanmasina ise veri madenciligi
denir. Veri madenciligi imalat, optimizasyon, kontrol ve sorun giderme vb. i¢in §grenme
modelleri kullanmaktadir. Telekomiinikasyonda, sebeke optimizasyonu ve hizmet kalitesini en
tist diizeye ¢ikarmak i¢in arama sablonlar1 analiz edilmektedir. Fizik, astronomi ve biyoloji gibi
bilim dallarinda ¢ok biiyiik miktarda veri oldugundan dolay1 bu veriler ancak bilgisayarlar

tarafindan hizli bir sekilde analiz edilebilmektedir (Alpaydin 2014).

Makine 6grenmenin en avantajl 6zelliklerinden biri, desen tanima (sinir aglari, destek vektor
makineleri, karar agaclari, takviye ogrenmesi, ...), veri madenciligi (zaman serisi tahmini,
modelleme, ...), istatistik (Bayesci yontemler, Montecarlo yontemleri, onyiikleme, ...) veya
sinyal isleme (Markov modelleri) gibi farkli alanlardan gelen bilgileri bir araya getirmesidir.
Bu nedenle, Makine 6grenme farkli bilgi alanlari kullanan saglam ¢oztimler iiretmektedir

(Olivas, 2009).

Makine Ogrenmesi gegmis 6grenme deneyimlerini ve 6rnek verileri kullanarak bilgisayarlarin
ogrenme islemini gergeklestirmesini amacglamaktadir. Bu 6grenme islemi Denetimli ve

Denetimsiz 6grenme olarak iki tiirdiir (Subbulakshmi vd., 2010).

Denetimli 6grenme simiflandirma ile esanlamlidir. Ogrenmedeki denetim, egitim veri setindeki
siniflandirilmis  orneklerden gelmektedir. Ornedin, posta kodu tanima probleminde,

siniflandirma modelinin 6grenimini denetleyen egitim ornekleri olarak bir dizi el yazisi posta
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kodu goriintlisi ve bunlara karsilik gelen makine tarafindan okunabilir ¢eviriler

kullanilmaktadir (Han vd., 2011).

Denetimsiz 6grenmede uygun bir ¢ikti degiskenini tanimlamak i¢in mevcut higbir bilgi veya
simiflandirilmis  degisken bulunmamaktadir, sadece girdi verileri vardir. Sistem, girdi
degiskenleri arasindaki iliskileri bulmaya ve 6grenmeye calistigi i¢in bu yonteme "bilimsel

kesif" ad1 verilmistir (Izenman, 2008).

Siniflandirma kavrami, veriyi sahip oldugu niteliklere gore veri kiimesinde bulunan siniflara
dagitmaktir. Bu siniflarin 6zellikleri ve sayist 6nceden belirlidir. Veri kiimesindeki bu siniflar
belirten degerler etiket olarak adlandirilmaktadir. Veri setindeki her 6rnegin sinif bilgisi de
dahil olmak tzere cesitli ozellikleri mevcuttur. Simiflandirmada egitici bir dgrenme sz
konusudur. Egitim kiimesindeki 6gelerin siniflari bellidir ve bu kiime bir model olugturmak igin
kullanilmaktadir. Siniflandirma algoritmalari, verilen egitim kiimesindeki sinif etiketleri ile
diger 6zellikler arasindaki iligkileri analiz edip 6grenme islemini gerceklestirmektedir. Kurulan
model 6grenme kiimesinde olmayan Ogelerle denenip modelin basarisi 6lgiilmektedir.
Siniflandirma algoritmalarinin ¢aligmasi, egitim verisi ile 6grenme ve 6grenme sonucu test
verisinin siniflandirilmast agsamalarindan olusmaktadir. Sonug olarak yeni gelen 6genin hangi

sinifa ait olduguna kurulan ve test edilen bu model yardimi ile karar verilmektedir (Sheppard
ve Young, 2006).

2.3.1. Tembel (Lazy) Algoritmalar

Tembel (lazy) algoritmalarin diger yontemlerden en biiyiik farki 6grenme kiimesini
saklamasidir. Diger yontemlerde Ogrenme asamasinda yapilan islemler, bu yontemde
tahminleme asamasinda yapilmaktadir. Siniflandirilacak yeni bir 6rnek geldiginde, en benzer
Ozelliklerin oldugu smifa atanmaktadir. Tembel algoritmalarin yaygin olarak asagidaki
yontemleri kullanilmaktadir (Zhang ve Zhou, 2005).

e K-en yakin komsu

o K* (K Star)

K-en yakin komgu (KNN) algoritmalari, en temel 6rnek tabanli siniflandirma algoritmalarindan
biridir. Bu yontem, sinif tiirleri belli olan bir egitim kiimesinden faydalanarak, yeni bir gozlemin

hangi sinifa ait oldugunu belirlememizi saglamaktadir. KNN algoritmasinda her bir 6rnek n
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boyutlu uzayda bir noktay1 temsil eder. Egitim setindeki tiim 6rnekler bu sekilde n boyutlu bir
uzayda tutulur. Yeni bir gzlem bu uzaya dahil edileceginde bu 6rnek uzaya dahil edilir. Ornege
en yakin k adet 6rnek secilir ve gogunluk oylamasina gore hangi sinifa dahil edilecegi belirlenir
(Karagiille, 2008). KNN yonteminin performansin1 en yakin komsu sayisi, esik deger ve
benzerlik olgiitli etkilemektedir (Caliskan ve Sogukpinar, 2008).

K * (K Star), 6rnek tabanli bir siniflandiricidir, baska bir deyisle, bir test érneginin sinifi, bazi
benzerlik fonksiyonlariyla belirlendigi sekilde, benzer egitim Orneklerinin sinifina
dayanmaktadir. Entropi tabanli bir mesafe islevi kullanmasi ile diger Ornek tabanl
ogrenicilerden farklidir. K* kesinlikle mesafe fonksiyonu degildir. Ornegin, K* genel olarak
sifirdan farklidir ve islev simetrik degildir. Uzaklik 6lciisii olarak entropiyi kullanmasinin
birgok yarar1 vardir. Sembolik nitelikleri, degerli 6znitelikleri ve kayip degerleri tutarl bir

sekilde ele almaktadir (Colkesen ve Kavzoglu, 2011).
2.3.2. Bayes Aglar Algoritmalar

NaiveBayes (NB) yontemi, istatistiksel bir siniflandirma algoritmasidir. Bayes teoremine
dayanan bu yontem, bilinmeyen Ornekleri siniflandirmak igin olasilik¢1 bir yaklagim sergiler

(Karagtille, 2008).

T egitim kiimesi i¢in her bir 6rnek n boyutlu uzayda, X = (x1, x2, ..., xn) olarak tanimlansin.
Siniflamada veri kiimesindeki m adet smif i¢in (C1, C2, ..., Cm) en biiylik P(Ci|X) ifadesi

aranir. P(Ci|X) olasiligimin en biiylitme islemi i¢in bayes teoremi kullanilir;

e P(X) :Herhangi bir 6rnegin X olma olasiligi,
e P(Ci) :Smifj*nin ilk olasiligi,
e P(X|Ci) : Smifi den bir 6rnegin X olma olasigi,

e P(Ci|X) : X 6rneginin sinif i den olma olasiligidir.

P(X|Ci) P(Ci)
P(Ci]X) = —————
(€% = =—5 o
2.3.3. Kural Tabanh Algoritmalar

Karar tablolari, egitim setindeki verilerin 6zellikleri ile olusturulan ve siniflandirma yapan bir

karar tablosudur. Miimkiin olan en basit hipotez alanlarindan biridir ve genellikle anlasilmasi
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kolaydir. Deneysel sonuglar, yalnizca ayrik 6zellikler igeren suni ve gercek diinya alanlarinda,
karar tablolarin1 Kkullanan bir algoritma olan IDTM'nin, bazen C4.5 gibi son teknoloji
algoritmalardan daha iyi performansa sahip olabildigini gostermektedir. Artimli capraz
dogrulamay1 kullanarak, belirli bir veri kiimesini ve zaman i¢inde IDTM'yi, 6rneklerin
sayistyla, ozellik sayisiyla ve sinif degerleri sayisiyla lineer olarak ¢apraz dogrulama yapmak
miimkiindiir. Siniflandirilmis girdi degerlerinin 6rnek bir veri kiimesi gdz oniine alindiginda,
denetlenen makine Ogrenme algoritmalarinin tahmin degerleri ile gerceklesen degerli

arasindaki tutarliligi aramaktadir (Kohavi, 1995).

0-R (Zero-R), siiflandirict olusturan ve kullanan i¢in bir siniflandirma tiiriidiir. Ortalama

degeri (sayisal bir sinif igin) veya modu (nominal bir siif i¢in) dngérmektedir (Bouckaert,

2008).

1-R (One-R), ad1 verilen belirli kurallar, bir nesneyi tek bir nitelik temelinde siniflandiran
kurallardir (diger bir deyisle, bunlar 1 diizeyli karar agaglaridir). 1-R (1-diizeyli kurallar)
siniflandirici olusturmak ve kullanmak i¢in kullanilan bir smiflandirma tiiriidiir. Baska bir
deyisle, sayisal 6znitelikleri ayirma tahmini i¢in minimum hata 6zniteligini kullanmaktadir. 1-
R her agidan siradandir, egitim setindeki hata oranina goére nitelikleri siralamaktadir (Holte,

1993).
2.3.4. Karar Agaci Algoritmalari

Karar agaci algoritmasi, tiim veri kiimesindeki girdileri belirli bir sinifa atayana kadar veri
kiimesini yinelemeli olarak bolen bir yapay zeka yontemidir. Bir karar agaci yapisi, kok, i¢ ve
yaprak diiglimlerinden olugmaktadir. Agac yapisi, girdi degigkenlerini siniflandirmada
kullanilmaktadir. Agacin her i¢ diigimiinde, en iyi boliinme karari, homojenlik dlgiimleri
kullanilarak yapilmaktadir. Aga¢ yapraklari, veri kiimesinin gruplandirildigr sinif degerlerinden

olusmaktadir. Karar agaci siniflandirma teknigi iki iliskisel stiregten olusmaktadir

1. Biiyiitme,

2. Budama

Agac biiyiitme yukaridan asagiya dogru hiyerarsik olarak yapilmaktadir. Bu asamada, agacin
tiim veri kiimeleri ayn1 sinif degerlerine gelene kadar tekrar tekrar ayrilmaktadir. EZitim verisi

yinelemeli olarak degerlendirildiginden hesaplama yogunlugu vardir. Aga¢ budama asagidan
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yukariya dogru (child-parent) yapilmaktadir. Smifi¢i asirt uyum veya siniflar aras1 uyumsuzluk
algoritmanin tahmin ve siniflandirma dogrulugunu iyilestirmek icin kullanilmaktadir. Karar
agact algoritmasinda gereginden fazla homojenlik yanlis smiflandirma hatasina neden
olmaktadir. Aga¢ budamada, egitim veri seti yalnizca bir kez degerlendirildiginden, agag
biiylitme asamasina kiyasla daha az hesaplama yogunlugu igermektedir (Anyanwu ve Shiva,
2009).

@ o090 ®
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Q P DG .D Purltybefore-split
Select split condition that o © CR
maximize gain of purity ) _
If output is numeric
purity = variance
else if output is categorical
purity = entropy or gini
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Sekil 2.16: Karar Agaci Algoritmasi Calisma Sekli (Ho, 2018)

ID3 (iteratifDichotomiser 3) karar agaci algoritmast, veriler, agac bilyiitme asamasinda sirayla
her diigimde siralanir ve en iyi boliinen tek nitelik secilmektedir. ID3, bdlme 6zniteligini
secerken bilgi kazanci Olciitii kullanilmaktadir. Aga¢c modelinin olusturulmasinda yalnizca
kategorik nitelikleri kabul etmektedir. Egitim veri setinde ¢ok fazla giiriiltii ya da detay varsa,
ID3 dogru sonu¢ vermemekte, dolayisiyla ID3'le karar agact modeli olusturulmadan 6nce

yogun bir veri 6n iglemi uygulanmaktadir (Anyanwu ve Shiva, 2009).

C4.5 ve C5.0 algoritmasi, en fazla kullanilan karar agaci algoritmasi Quinlan’in ID3
algoritmasinin gelistirilmis hali olan C4.5 algoritmasidir. C5.0 algoritmasi ise C4.5’in
gelistirilmis hali olup, 6zellikle biiyiik veri setleri icin kullanilmaktadir. C5.0 algoritmasi,
dogrulugu arttirmak i¢in boosting algoritmasini kullandigindan, boosting agaglar1 olarak da

bilinir. C5.0 algoritmas1 C4.5’e gore ¢cok daha hizli olup, hafizay1 daha verimli kullanmaktadir.
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Her iki algoritmanin ¢iktilar1 ayni olsa da C5.0 sekil olarak daha diizgiin karar agaglar1 elde

etmemizi saglamaktadir (Quinlan, 1993).

CART Algoritmasi, Morgan ve Sonquist’in AID (AutomaticInteractionDetection) adli karar
agact algoritmasinin devami niteligine Breiman ve digerleri tarafindan 1984 yilinda
Onerilmistir. Hem sayisal hem de nominal veri tiirlerini, girdi ve kestirimsel degisken olarak
kabul edebilen CART algoritmasi, siniflandirma ve regresyon problemlerinde bir ¢6ziim olarak
kullanilabilir. CART karar agaci, ikili olarak 6zyinelemeli bicimde boliinen bir yapiya sahiptir.
Dallanma kriteri olarak Gini indeksinden yararlanan CART agaci, kurulus asamasinda herhangi
bir durma kurali olmaksizin siirekli olarak boliinerek biiyimektedir. Son olarak yeni bir
boliinmenin gergeklesmeyecegi durumda, bu sefer, ugtan koke dogru budama islemi baslatilir.
Olast1 en iyi sonucu veren karar agaci, her budama islemi sonrasi bagimsizca se¢ilmis bir test

verisi ile degerlendiremeye tabi tutularak tespit edilmeye ¢alisilir (Calis vd., 2014).

J48 algoritmasi, kesilmis veya hazirlanmamis C4.5 karar agaci olusturmak i¢in kullanilan,
yukaridan asagiya dogru bir karar agaci yapisi olusturan ve yapraklari sinif etiketini ifade eden

bir siniflandirma tiirtidiir (Loh, 2008).

RandomForest (rasgele ormanlar) agag tahminleyicilerinin bir kombinasyonu olup, her agag,
bagimsiz olarak orneklenmis rastgele bir vektoriin degerlerine ve ormandaki tiim agaglar i¢in
ayni dagilima baghdir. Smiflandirma dogrulugundaki belirgin gelismeler, bir grup agac
yetistirmesinden ve en popiiler smnif i¢in oy kullanmalarindan meydana gelmistir. Bu
topluluklart biiyiitmek i¢in, ¢ogunlukla topluluktaki her agacin biiylimesini yoneten rastgele
vektorler tiretilmektedir. Cok sayida agag tiretildikten sonra en popiiler sinifa oy verilmektedir.
Bu prosediirler “rasgele ormanlar” olarak adlandirilmaktadir. Rastgele orman, {k} bagimsiz
olarak esit dagilmis rastgele vektorken ve her agag, x girisindeki en popiiler sinif i¢in bir birim
oy kullanirken, agag yapili siniflandiricilardan {h (x, k), k=1, ...} olusan bir koleksiyonu igeren

bir siniflandiricidir (Breiman, 2001).
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Sekil 2.17: Makine Ogrenme Algoritma Segme Kurali (Pedregosa vd. 2011).

2.3.5. Smiflandirmada Kullanilan Fonksiyonlar

Yapay sinir aglar1 (YSA), insan beyninden esinlenerek gelistirilmis, biyolojik sinir aglarini
taklit ederek Ogrenen, agirlikli baglantilar araciligiyla birbirine baglanan ve her biri kendi
bellegine sahip islem elemanlarindan olusan paralel ve dagitilmis bilgi isleme yapilarinda
olusan bilgisayar sistemleridir. Yapay sinir aglari, 6grenme yolu ile herhangi bir yardim

almadan otomatik olarak yeni bilgiler elde edebilme ile gelistirilmistir (Namli, 2012).

Destek vektor makineleri (supportvectormachines), veriyi birbirinden ayirmak i¢in en uygun
fonksiyonun tahmin edilmesi esasina dayanan, tahmin edilen bu dogrusal veya dogrusal
olmayan fonksiyon yardimiyla siniflandirma ve regresyon problemlerini analiz eden
istatistiksel bir yontemdir. Destek Vektor Regresyonu (supportvectorregression), regresyon
yapan destek vektdr makineleridir. Ogrenme sonucu bir fonksiyonun tahmin edilmesi regresyon
problemidir. Destek vektor regresyonlarinda regresyon riskini minimize eden bir fonksiyon

bulunmaya ¢alisilmaktadir (Namli, 2012).
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Sekil 2.18: Destek Vektor Fonksiyonlar: Simiflandirma Desenleri (Pedregosa vd. 2011).

Lineer (Dogrusal) Regresyon, bir degisken ve bu degiskeni etkileyen bir veya daha fazla
degisken arasindaki iligkiyi dogrusal bir model ile ifade eden yontemdir (Namli, 2012).

2.3.6. Bilesik Makine Ogrenme

Bilesik Makine Ogrenme simiflandirmaya dayali 6grenen sistemlerde, tahminlerdeki dogrulugu
artirmak i¢in kullanilan giiglii tekniklerdir. Temel smiflandirici olarak makine &grenmesi

yontemlerinden faydalanirlar (Ozkan, 2008).

Bilesik Makine Ogrenme algoritmalari, klasik olarak uygulanan tek bir siniflayici yerine birden
¢ok simiflayicinin i¢inde bulundugu bir egitim kiimesi olustururlar. Bu kiime igerisindeki her

bir siniflayici birlestirilerek tek bir toplu siniflayici elde edilir (Chaovalitwongse vd., 2007).

Tahmin edici performansindaki Onemli iyilestirmeler, birden fazla modelin tek bir
siniflandiriciya birlestirilmesi durumunda, bireysel modellerin sonuglarinin ortalamasi alinarak
veya oylama yapilarak gerceklestirilebilir. Bireysel modellerin tahmin edilecek siniflara gore

tahmin performanslarinda ¢esitliligi dnemlidir, bdylece bir modelin zay1flig1 baska bir modelin
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giiciiyle telafi edilmektedir. Bir veri kiimesinden bir dizi tekrarlayici boliimleme siiflandiricisi
gelistirerek ve her smiflandiricidan gelen tahminlerin ortalamasini alarak son smiflamay1
olusturmak suretiyle belirgin sekilde daha kuvvetli tahmini modellerin elde edilebilecegi

yapilan c¢alismalarla gosterilmistir (Sarmanova, 2013).

Ozellik 1
. Siniflandirici 1 -
Ozellik 2
Siniflandinc 2 - Simif 1
-
Ozellik Siniflandirici 3 - Cogunluk
1 Secimi Oylamasi
Sinifi
¥ H
Ozellik k-1 v
Siniflandincin
Ozellik k

Sekil 2.19: Bilesik siniflandirma makine 6grenme modelinin yapisi (Hsieh vd., 2012).

Bilesik 6grenmenin sezgisel kavrama, tek bir yaklasimin veya sistemin digerlerinden daha tistiin
olabilecegini iddia edemeyecegi ve birkag tek yaklasgimin entegrasyonunun final
siiflandiricisinin performansini artiracagidir (6rn. dogruluk, gilivenilirlik, anlasilabilirlik).
Dolayisiyla, bir bilesik siniflandirici, bireysel taban siniflandiricilarindan genel olarak daha 1yi
bir performans gosterebilir. Bilesik yontemlerin etkililigi, temel Ogrenen tarafindan
gerceklestirilen hatanin bagimsizligina olduk¢a bagimlidir. Bilesik yontemlerin performansi
temel Ogrenicilerin dogruluguna ve cesitliligine giiclii bir sekilde baglidir (Tan ve Gilbert,
2003). Bilesik 6grenme, ¢esitli temel siiflandirmalar seti iiretmek i¢in tek veya ¢oklu 6grenme
algoritmalar1 kullanmakta ve daha sonra bunlari, yeni veri 6rneklerini siniflandirmak i¢in daha
uygun kararlar vermek iizere birlestirmektedir. Pek ¢ok arastirma, belirsizlikler altinda verileri
siniflandirma dogrulugunu iyilestirmek icin bilesik Ogrenmenin umut verici yOniini
gostermistir. Bir toplulugun bireysel iiyelerinden daha iyi performans gostermesi icin gerekli
ve yeterli sart, temel siniflandiricilarin dogru ve cesitli olmasidir. Dogru smiflandirici, yeni
ornekler i¢in siiflari rastgele tahmin etmekten daha iyi bir hata oranina sahip olan bir simiftir
ve eger iki smiflandirici, ortak veri drnekleri tizerinde farkli (korelasyonsuz) hatalar yaparsa
bunlar birbirinden farklidir. Yapilan ¢alismalarda ¢esitli bilesik teknikler 6nerilmistir. Buna ek

olarak, bilesik yontemlerin siniflandirmalarin dogrulugunu 6énemli dl¢ilide artirabilecekleri ve
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daha iyi bir siniflandirma performansi 6ngérmeleri konusunda giiclii kanitlar elde edilmistir

(Hsieh vd., 2012).

Siniflandirma problemleri i¢in, bilesik 6grenme algoritmalar: siniflandiricilar dizisi olusturur
ve daha sonra tahminlerini (agirlikli) oy alarak siniflandirir. Genel olarak, bilesik 6grenme
yontemleri algoritmadan bagimsizdir ve temel 6grenicinin se¢imine herhangi bir sinirlama
getirmemektedir. Bir smiflandiricinin tahmin hatasinin iki bilesen halinde ayrisabilecegi
gosterilmistir: Onyargl ve varyans. Bireysel karar agaclari, genelleme dogrulugu agisindan
yiiksek degiskenlik gostermektedir. Boylece, karar agacinda bilesik 6grenmenin uygulanmast

varyansi azaltarak performansi artirabilir (Yilmaz, 2014).

Bilesik 6grenme algoritmalarinin tasariminda iki temel yaklasim vardir: Ilk yaklasim, her bir
hipotezin bagimsiz olarak, hipotez setinin sonucunun dogrulugunu ve ¢esitliligini gosterecek
sekilde insa edilmesidir- yani, her bir hipotez, yeni tahminler yapmak i¢in makul diisiik hata
oranina sahiptir ve hipotezlerin uyumsuzluklari iptal edilmektedir. Bu tiir bilesik yontemler
hem istatistiksel hem de hesaplama problemlerini asabilir. Hipotezlerin agirlikli oyunun
verilere iyi uyum saglamasi i¢in bilesik yontemleri tasarlamaya yonelik ikinci yaklasim,

hipotezleri birbirine bagl bir sekilde yapilandirmaktadir (Dietterich, 2002).

Bilesik algoritmalar igin 6grenme islemi iki kisma ayrilabilir (Witten et al., 2016):

1. Temel siniflandiricilar (modelleri) olusturmak: Bu boliimiin temel gorevleri sunlardir:

a. Veri isleme, orijinal egitim verilerini bozarak siniflandiricilar i¢in girdi egitim
verilerini hazirlamak ve

b. Temel siniflandirict yapilari, temel Ogrenci olarak bir ogrenme algoritmasi ile
pertiirbasyon verileri lizerine temel siniflandiricilar olusturmaktir.

2. Oylama: Bilesik yontemlerin ikinci asamasi, 6nceki asamada olusturulan temel modelleri,
son bilesik modele birlestirmektir. Cesitli oylama sistemleri vardir. Agirlikli oy kullanma
ve agirliksiz oy kullanma olmak {izere iki ana oylama sistemi genel olarak
kullanilmaktadir. Agirlikli oylama sisteminde her temel siniflandirict farkli oy verme
giiciine sahip olmaktadir. Ote yandan, agirliksiz sistemde bireysel taban smiflandirici esit

agirliga sahip olmaktadir ve kazanan en ¢ok oy alan gruptur (Adigiizel Tiyli, 2017).

Bagging algoritmasi, 6zgiin egitim setlerinin alt kiimeleri ile ¢aligmaktadir. Her bir alt kiime,

bir egitim seti olarak kullanilmakta ve bir siniflandirici olusturmaktadir. Bu siiflandiricilar bir
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birlesik siniflandirici tarafindan bilestirildigi icin bu algoritmaya Bagging (torbalama) ismi

verilmistir (Bauer ve Kohavi, 1998).

New
Test Learning Data
Sampie 1 — Al hm —> Classifier 1 l
: Test Learning v
Training o2 —> - Classifier 2 Combined
Test i
Ss 3 — L"m‘::‘ =+ Classifier 3 1
Prediction

Sekil 2.20: Bagging siniflandirmast siireci (Ozkan, 2008).

ViaRegression algoritmasi, karar agaclarinin bir tiirii olan lineer regresyon fonksiyonlari ile

karar agacinin yapisini olusturmaktadir (Ozhan, 2014).

CostSensitiveClassifier algoritmasi, temel siniflandiricisint maliyete duyarli hale getiren bir
meta siiflandiricidir. Maliyet hassasiyetini ortaya koymak i¢in iki yontem kullanilmaktadir;
her smif i¢in belirlenen toplam masrafa gore egitim O6rneklerini yeniden agirliklandirmak veya
minimum beklenen yanlis smiflandirma maliyetiyle sinifi tahmin etmektir. Temel
siiflandiricinin olasilik tahminlerini iyilestirmek i¢in genellikle bir Bagging smiflandirici

kullanarak performansi iyilestirilebilmektedir (Turney, 1995).

AdditiveRegression algoritmasi, regresyon tabanli bir siniflandiricinin performansini arttiran
bir meta smiflandiricidir.  Tahmin, her smiflandiricinin  tahminlerini  ekleyerek
gerceklestirilmektedir. Ogrenme orani parametresinin azaltilmasi, gereginden fazla uyumu
Oonlemeye yardimci olmakta ve yumusatma etkisi gostermektedir, ancak O0grenme siiresini

artirmaktadir (Stone, 1985).
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FilteredClassifier algoritmasi, rastgele bir filtreden gegirilen veriler iizerinde rastgele
siniflandirict ¢alistirmak i¢in kullanilan bir yontemdir. Siiflandirict gibi, filtrenin yapisi da
yalnizca egitim verilerini temel almakta ve test ornekleri, yapilarini degistirmeden filtre

tarafindan islenmektedir (Witten vd., 2016).

Boosting algoritmasi, herhangi bir 6grenme algoritmasinin performansini artirmak igin genel
bir yontemdir. Teorik olarak, Boosting siirekli rastgele tahminden biraz daha iyi olmas1 gereken
siiflandiricilar siirekli tireten "zayif" 6grenme algoritmasinin hatasini 6nemli 6l¢iide azaltmak
icin kullanilabilmektedir. Boosting, egitim verisi tizerindeki ¢esitli dagilimlar tizerinde belirli
zayif bir O0grenme algoritmasini tekrar tekrar c¢alistirarak ve zayif Ogrencinin iirettigi
siiflayicilar tek bir bilesik siniflandiriciya birlestirerek calismaktadir. Teorik sonuglarla vaat
edilen ilerlemenin potansiyel yararlarina ragmen, Boosting’in gercek pratik degeri ancak
"gergek" Ogrenme problemleri iizerindeki metodu test ederek degerlendirilebilmektedir.
WEKA’da bir Boosting algoritmasi olan AdaBoostM1 algoritmasi yer almaktadir (Witten vd.,
2016).

Model 1 tarafindan ylksek hatali kestirien
egum orneklen model 2 nin eguiminde daha

_ Snemili rol oynariar
Orijinal E§itim Seti

Ven sal | Ver Set — Y Ver Setiu l
. Model 1 | Modely | e l Model

Agirtikh kombinasyon

Sekil 2.21: Boosting siniflandirmast siireci (Ozkan, 2008).

RandomSub Space algoritmasi, egitim verisi iizerinde en yiiksek dogrulugu korumakta ve
karmasiklik arttik¢a genelleme dogrulugunu gelistiren bir karar agaci tabanli siniflandiriciyt
olusturmaktadir. Siniflandirici, sistematik olarak, 06zellik vektoriiniin bilesenlerinin alt
gruplarini rastgele segerek olusturulan birden fazla agactan yani, rasgele segilen alt uzaylarda

inga edilmis agaglardan olusmaktadir (T. K. Ho, 1998).
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Istatistikteki en onemli gdrevlerden biri, bir tahminleyici veya smiflandiricinin dogrulugunu
degerlendirmektir. Genellikle kullanilan tahminin dogruluk 6lgiitii, genel olarak “tahmin
hatas1” olarak tanimlanan hata 6l¢iisiidiir: Bir regresyon probleminde, hata, gercek cikis degeri
ile buna karsilik gelen tahmini ¢ikt1 degeri arasindaki fark olan tahmin hatalarmin karesinin
ortalamasidir; yani bir siniflandirma probleminde, bir elemanin yanlis siniflandirma olasiligidir
(Izenman, 2008). Gozlenen degerlerle gercek degerler arasindaki farkin kiiciik olmasi

siniflandiricin dogru siniflandirdigini gostermektedir (Ozhan, 2014).
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3. MALZEME VE YONTEM

3.1. WEKA

WEKA, Waikato Universitesi’nde gelistirilen ve bilgisayar biliminin énemli alanlarmdan birisi
olan makine 6grenmesinde kullanilan yazilimdir. Bu yazilim acik kaynak kodlu olarak Java dili
tizerinde gelistirilmistir ve GPL (General PublicLicense - Genel Kamu Lisansi) lisansi ile
dagitilmaktadir. Ismi “Waikato Environment for Knowledge Analysis kelimelerinin bas
harflerinden olusur. WEKA (Bilgi Analizi i¢in Waikato Ortami), ger¢ek diinya veri setlerine
standart makine 6grenme teknikleri uygulanmasini saglayan bir programdir. Gergek diinya veri
setleriyle ¢aligmak icin interaktif bir ara yiiz vasitasiyla ¢esitli makine 6grenme tekniklerine

kolay erisim saglayan biitiinlesik bir ortam saglamak i¢in gelistirilmistir (Hall vd., 2009).

WEKA iizerinde makine 0grenmesi ve istatistik ile ilgili pek c¢ok kiitiiphane hazir olarak
gelmektedir. Ornegin veri on islemesi (data preprocessing), ilkelleme (regression),
siiflandirma (classification), gruplandirma (clustering), 6zellik se¢imi veya 6zellik ¢ikarimi
(featureextraction) bunlardan bazilaridir. Ayrica bu islemler sonucunda ¢ikan neticelerinde
gorsel olarak gosterilmesini saglayan goriintiileme (visualization) araclari bulunmaktadir.
WEKA, makine 06grenme algoritmalar1 ve veri On isleme araclarinin organize bir
koleksiyonudur. Her makine 6grenme algoritmasi, verilerin kendi formatinda bulunmasini
gerektirir ve parametrelerin ve ¢iktilarin belirlenmesinde kendine has bir yol vardir. WEKA
sistemi, tutarli bir yontemle bu verilere kolayca uygulanabilmesi i¢in ortak bir ara yiiz altinda
bir dizi makine 6grenme teknigi veya semasi getirmek {izere tasarlanmistir. Bu ara yiiz, yeni

semalarin eklenmesini tesvik edecek kadar esnektir (Y1ldiz and Seker, 2016; Garner, 1995).
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Egitim Icin Veri Seti
Hazirlanmasi
i
Egitim Setinin WEKA
igerisinden Yiiklenmesi

WEKA igerisinden Istenilen
Maodulin Yuklenmesi

¥
ilgili icin Parametrelerin
Ayarlanmasi

!

Cl'est icin Ayarlarin Yapilmasi
!

C Ciktilarin Secilmesi
!

C Sonuclar
!

VAVAVAVAVAVAVAV,

C Tahmin Bilgileri

Sekil 3.1: WEKA'da temel islem adimlar1 (Singhal ve Jena, 2013)

3.2. M5P ALGORITMASI

Bir karar agaci, dal diigiimlerinin gesitli tercihler arasinda bir se¢imi temsil ettigi ve her yaprak
diiglimlerinin bir siniflandirma sonucunu temsil ettigi bir agacgtir. M5P modeli, karar agaci ve
coklu dogrusal regresyonu algoritmalarini beraber kullanmaktadir. Karar agaci, gézlemlenen
girdileri kategorik veya kategorik olmayan veriler i¢in gegerli olan 6grenme degeri ile tahmini
ciktilart iligkilendirmektedir (Graczyk vd., 2010). Karar agaci girdi ve ¢iktilar arasindaki
mantiksal ve regresyon tipi kurallar1 ¢ikarmak i¢in girdi ve ¢ikt1 verilerini maksimum (Bayesci)
entropi ile siniflandirmaktadir (Holmes vd., 1999). M5 olarak adlandirilan "model agaci",
O0grenme problemleriyle basa ¢ikmak i¢in ortaya konulmustur. Model agaglar karar agaci ve
dogrusal regresyon fonksiyonlarinin bir kombinasyonu olarak tasarlanmistir. Young ve Witten,
aga¢ boyutunu azaltmak i¢in orijinal M5 algoritmas: iizerinde veri kiimesinde daha iyi
performans gosteren M5P'yi gelistirmistir. M5 agacini kurmak igin 6ncelikle bir karar agaci
algoritmasi kullanilmaktadir (Wang ve Witten, 1997; Quinlan, 1992).
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Bir M5 agact olusturmak i¢in bolme Olgiitleri tanimlanmalidir. Dallanma 6lg¢iitlerinin
boliinmesi, ozellik degerlerinin standart sapmasimna dayanmaktadir. Beklenen hatayi azaltan
Oznitelik, agacin kokii olarak secilmektedir. Standart sapma azaltma (SDR) formiilii asagidaki
gibi hesaplanmaktadir (Adigiizel Tiivli, 2017):

Burada,

T: nitelik degerleri seti

T;: secilen 0znitelige gore boliinmiis diigiimden alinan 6znitelik degeri
T: T 6zniteliginin kiimelerinin ortalama degeri

sd(T): T'nin standart sapmasi

SDR = sd(T) — %x sd(T;) 3.1
1 - _
sd(T) = mZ(Tl- —T)2 (3.2)
i=1
7ol N T 3.3
=T (3:3)

Agac1 kurduktan sonra, siniflandirma performansini artirmak i¢in aga¢ budama yapilmalidir.
Budama iglemi, 6grenme verilerinde hata olusturan dallar1 silmektedir. Agag olusturma islemi
baglar baslamaz, agac siirekli bir durma kurali olmadan boéliinerek biiyiimektedir. Yapt sona
erdiginde budama yapraklardan kdke dogru baslamaktadir. Her budama isleminden sonra en

basarili agag belirlenmektedir (Adigiizel Tiyld, 2017)

MS5 algoritmasinda, budama islemi i¢in her seyden dnce, gercek sinif degeri ile tahmin edilen
deger arasindaki fark, her egitim 6rneginde diigiime ulasildiginda ortalama alinmaktadir. Bu

ortalama deger, bu katsayi ile ¢arpilmaktadir.

n+v

—— (3.4)
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Burada,
n: digiimdeki egitim 6rneklerinin sayisi

v: diiglimdeki sinif degerini temsil eden parametre sayisi

,_f Girdi Verileri f

SDR Maximizasyonu
h 4

Adac Yapimi

Verilerin Ustesinden Gelme
Y

Agac Budama

Durdurulanlan Telafi Etmek
Y

Agac Yumusatma

L

i Adac Modeli ;

Sekil 3.2: M5P Yontemi (Wang ve Witten, 1997; Quinlan, 1992)

3.3. M5RULES ALGORITMASI

MS5 kurali, kural tabanli bir 6grenme teknigidir ve nominal ve sayisal degerleri tahmin
edebilmektedir.M5 kural setleri model agaglarindan olusturulmaktadir. Model agaglari sayisal
ve nominal degerleri tahmin etmek icin yeterlidir. Model agaglar1 M5 kuralinda
kullanilmaktadir. Kural algoritmasi, model agaci olusturma islemini tekrar ederek ve her
¢evrimde en iyi kurali segmeye calisarak ¢calismaktadir. Bir M5 kurali olusturmak i¢in asagidaki

adimlar uygulanmaktadir (Quinlan, 1992):

e Tiim egitim verileri i¢in bir M5 agac1 6grencisi uygulanir,
e MS5P gibi, aga¢ budanir,

e Eniyi yaprak kural haline getirilir,



46

e Biitiin 6rnekler kurallara dahil edilinceye kadar devam eder. Bir 6rnek ayni1 anda farkl
kurallara dahil edilebilir.
e Kategorik tahminde M5 Kurallar1 kismen arastirilan agaglar yerine tam agaglar

olusturur.
3.4. LWL (YEREL AGIRLIKLI OGRENME) ALGORITMASI

LWL, parametrik olmayan yontemlerde kullanilan bir algoritma tiiriidiir. Verilerin sadece bir
alt kiimesini ve belirli bir yerellige ait fonksiyonunu kullanarak girdi degiskenlerinin
siiflandirilmasini saglar. Tiim girdi degerleri i¢in bir fonksiyon olusturmak yerine her bir ilgi
alan1 i¢in yerel model olusturur. Bu model olusturma asamasinda referans noktanin komsu

verilerine bagvurur. LWL ayn1 zamanda bir tembel 6grenme algoritmasidir (Englert, 2012).
3.5. KARAR TABLOSU ALGORITMASI

Etiketli bir egitim seti verildiginde, tlimevarim algoritmas:t kullanilarak bir hipotez
olusturmaktadir. Burada gézlemlenen deger, ¢ogunluk sinifina varsayilan kural eslemesi olan

bir Karar Tablosu (DecisionTable)’dur. Bu karar tablosunun iki bileseni vardir (Kohavi, 1995):

1. Bir dizi 6zellik olan bir sema.

2. Etiketli 6rneklerin ¢oklu seti olan bir govde.

Her 6rnek, semadaki her bir 6zellik i¢in bir deger ve etiket i¢in bir degerden olugmaktadir.
Etiketsiz bir ornek (test ornegi), Xverildiginde, bir Karar tablosu siiflandiricisi tarafindan

Ornege atanan etiket agsagidaki gibi hesaplanmaktadir (Adigiizel Tiyld, 2017):

Karar tablosunda, sadece sablondaki 6zelliklerin eslestirilmesi ve diger tiim 6zelliklerin yok
sayillmasi gereken, verilen 6rnege tam olarak uyan etiketli ornekler kiimesi olsun, I = @ ise;
karar tablosundaki cogunluk sinifina geri don, aksi halde, baglar1 keyfi olarak kirarak, cogunluk
sinifini I'e geri dondiir seklindedir. Bilinmeyen/eksik degerler, esleme isleminde farkli degerler

olarak degerlendirilmektedir.

Tiimevarim algoritmasinin amaci, karar tablosu i¢in en uygun ozellik alt kiimesini bulmaktir.
X =0 ... ,Xp)bir dizi ozellik ve D egitim seti, 6zelliklerinin bir alt kiimesi olsun.

Tiimevarim algoritmasinin amaci, bir sema segmektir. X optSu sekilde formiilize edilmektedir:
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Xopt = argmaxacc(DTM (X', D)) (3.5)

X'eX
Burada acc, karar tablosunun XxYuzayindan rasgele segilen bir Ornegi dogru olarak
smiflandirma ihtimalini gé')stermektedir.)?optsemasL egitim setindeki tiim Orneklerin karar
tablosunun govdesinde saklandigi varsayimi altinda bir karar tablosu i¢in en uygun ozellik alt

kiimesinden olusmaktadir.
3.6. DESTEK VEKTOR REGRESYONU ALGORITMASI

Destek Vektor Makineleri (SupportVector Machine), denetimli bir 6grenme yontemidir.
Siniflandirma problemlerinde kullanilmaktadir. Destek vektor makineleri, geleneksel 6grenme
yontemlerine kiyasla dogrusal olmayan problemleri ¢6zmede daha iyi performansa sahiptir.
Yaygin olarak siniflandirma problemleri i¢in kullanilan destek vektdr makinelerinin regresyon

icin uyarlamasi Destek Vektor Regresyonu olarak adlandirilmistir (Basak vd., 2007).
3.7 DESTEK VEKTOR MAKINELERI ALGORITMASI

Destek Vektor Makineleri (DVM), dogrusal veya dogrusal olmayan bir fonksiyon yardimiyla
siniflandirma yapmaktadir. DVM, veriyi birbirinden ayiran en uygun fonksiyonu tahmin
etmektedir (Namli, 2012; Durmusoglu ve Kahraman, 2016).

DVM formiilleri asagidaki sekilde agiklanmistir (Shmilovici, 2009):

Bir H, hiper diizlemi tizerindeki noktalari bulmak i¢in 4.1°de goriilen denklemin, buhiper
diizlemin iki yanindaki diizlemler arasindaki boslugun y;(wTx; + b > 1)(i = 1,2, ... ... ,n)

kisit1 altinda maksimum olmast i¢in 4.2°de goriilen denklemin ¢6ziilmesi gerekmektedir.
Hy=WTX+b (3.6)

wlw/2 (3.7)
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Sekil 3.3: iki farkli veri siifinin dogrusal olarak ayrilmasi (Steinwart ve Christmann, 2008; Shmilovici,
2009).

| tane 6rnekten olusan bir egitim kiimesi olsun,

(X1, Y1) e eor (e, V), x; €RY, y; € {—1,+1} (3.8)

(4.2)’deki egitim kiimesi uygun w agirlik vektorii ve b esik degeri igin (4.4)’teki esitsizlikleri

sagliyorsa o zaman denklem dogrusal olarak ayrilabilmektedir.
wx;+b>1 yi=1
wx; +b < -1 yi =-—1 (3.9)
Denklem (4.3)’teki esitsizlik genellestirilirse:

yilwx; +b) =1, i=1,.... ,1 (3.10)
Karar sinir1 denklemi asagida gosterilen en iyi ayiric1 dogrudur:

wx; +b=0 (3.11)

Ayirt edici diizlem tlizerindeki iki karar sinir1 arasindaki mesafe asagidaki gibi yazilabilir.

d=—" (3.12)
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W’nin normu ||w|| ile gosterilir. Maksimum d mesafesi, minimum ||w||’ye esit oldugu igin en
uygun ayirt edici diizlem denklem (3.10)’daki kisitlar1 saglayan ve minimum ||w||elde eden

optimizasyon problemi ile bulunabilir.

Verilerin dogrusal olarak ayrilamadigi durumlarda dogrusal olmayan siniflandiricilar kullanilir.
Negatif olmayan ve hatalar1 ifade eden { gevsek degiskenlerin optimizasyon modeline

eklenmesi saglanarak bu durum ¢6ziilmektedir.

Sekil 3.4: Dogrusal olarak ayrilamayan verilerin siniflandirilmasi (Steinwart ve Christmann, 2008).

& gevsek degiskeni bir uygun sinifin sinirdan sapma miktaridir. Bir hatanin olusmasi i¢in &; >
1 olmalidir. Ayirt edici diizlem kisitlart olan denklem (3.10)’daki ifadeye ¢;gevsek degerleri

eklenmektedir.

yilwx; +b)=>1-§&, i=1,....,1

>0 i=1, .., (3.13)
Y; ¢;Egitim hatalar1 sayisinin st siniridir. Buna gore en iyi ayirt edici diizlem,
1 l
P=clwlP+C) & (3.14)
i=1

Denklem (3.14)’deki parametresi sabit bir diizenleyicidir. Denklem (3.15) ile problem

Lagrange carpanlari ile ikili probleme doniistiiriilmelidir.

L(a) = zl: %Zl:zl:a a;yiy; (x; x]) (3.15)
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l
Z ay; ve 0Zaq<C i=1,.... ,1 (3.16)

i=1
Siniflandirma parametrelerini hesaplamak i¢in (3.16) denklemi maksimum yapilmalidir.
3.8. DOGRUSAL REGRESYON ALGORITMASI

Dogrusal regresyon analizi, bir sonug degiskeni y ve tek bir tahmin degiskeni x icermektedir.
Regresyonun en basit seklidir ve X'in dogrusal bir fonksiyonu olarak y'leri modellemektedir
(Kutner vd., 2004).

Dogrusal regresyon formiilleri asagidaki sekilde aciklanmaistir:
y=b+wx (3.17)

Burada y'min varyansinin sabit oldugu, b ve w degerlerinin Y-kesitini ve egimini belirten
regresyon katsayilart oldugu varsayilmaktadir. Regresyon katsayilarin w ve b, ayni zamanda

agirlik olarak diistiniilebilecegi i¢in esdeger olarak yazilabilir,
Yy =wo+wix (3.18)

Bu katsayilar, gergek veri ile tahmin dogrusu arasindaki hatayr asgari diizeye indirgeyen
dogruyu tahmin eden en kiiciik kareler yontemiyle ¢oziilebilir. D, tahmin degiskeni X ve
bununla iligskili sonu¢ degiskeni Yy’den olusan bir egitim setidir. Egitim seti
ID|, (x1,y1), (X2,¥2), «ev ... , (x|D|, y|D|)formunun veri noktalarii igermektedir. Regresyon

katsayilar1 asagidaki denklemlerle bu yontemi kullanarak hesaplanabilir:

2 -D G-y

1= - (3.19)
2 G — %2
Buradax x4, x5, ... ... ,X|D|’nin ortalama degeri,y iS€yy, Vs, .. ... ,¥|D|’nin ortalama degeridir.

Katsayillar wgyve wy, genellikle karmasik regresyon denklemlerine iyi yaklagimlar

saglamaktadir.
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3.9. BAGGING ALGORITMASI

Breiman'in Bagging algoritmasi, karar agaclarinin birlesmesinin ilk &rneklerinden biridir.
Bagging ve Boosting gibi topluluk 6grenme algoritmalarinin ¢ogu denetlemeli 6grenme igin
tasarlanmigtir. Bagging yontemi, ayn1 algoritmay1 verinin iadeli 6rnekleme ile segilen farkl
altkiimeleri tizerinde galistirmaktadir. Boyutu n olan bir yineleme veri kiimesi, n kaliplarinin
orijinal veri kiimesiyle degistirilerek rastgele ¢izilmektedir. Bir 6nyiikleme 6rnegi D;, D igine
birden ¢ok kez dahil olabilir, ancak digerleri dahil edilmez. Onyiikleme fikri, gercek veri
kiimesi D'den 6rneklemenin bilinmeyen dagilim P'den 6rnekleme i¢in miimkiin olan en iyi
yaklagimidir. Ardindan, bu 6nyiikleme veri kiimesi kullanilarak bir model olusturulmaktadir.
Bu islem T kez tekrarlanmakta ve boylece T modelleri elde edilmektedir. Daha sonra T
modelleri, regresyon problemleri i¢in ortalama kullanilarak toplanmaktadir. Bagging yontemi,

bir regresyon problemi i¢in su sekilde ¢alismaktadir (Aydogmus vd., 2015).
Bagging yaklasimi asagida verilen ifadelerle izah edilmistir:

Ai=12,.... ,m olmak tizere (X;,Y;)iceren D’nin egitim setidir. buradaX; ¢ok boyutlu
Ongori degiskeninin bir gerceklestirmesidir ve Y;gercek degerli bir degiskenin
gergeklesmesidir.Bir tahminleyiciE(Y|X = x) = f(x)sOyle gosterilir;

Cp(x) = h(Dy, ... ... , D) (%) (3.21)

Teorik olarak Bagging asagidaki gibi tanimlanir: ilk olarak, ényiiklemeli bir 6rnek
olusturulur. D] = (Y}, X; )¢iftlerin ampirik dagilimina gore(i = 1,2, ... ... ,n) olmak

tizereD; = (Y;", X}) olur. Ikinci olarak, én yiiklenmis 6ngdrme eklenti prensibi ile tahmin

edilmektedir,
Cr(x) = hy(D:, .. ., D) (%) (3.22)
Cp (x) = hy(Dy e, Dy ) (x) (2.23)

iken sonug olarak Bagging ongoriicii;

Cn,p(x) = E|Dp ()] (3.24)
Bagging, tatmin edici bir performans ile temel 6greniciler ile kombine edildiginde varyansi

azaltabilen en basit uygulamalardan biridir (Aydogmus vd., 2015).
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L % % Tahminleyiciler
| R
A A

A

L

Egitim

] [ [ [

Rastgele Ornekleme

/ s’%:?& / Egitim Seti

Sekil 3.5: Bagging Yontemi (Aydogmus vd., 2015).

oBef
gg

3.10. VOTING (OYLAMA) ALGORITMASI

Birden ¢ok smiflandiriciyr birlestirerek daha iyi bir siniflandirici elde eden bilesik 6grenme
yontemlerinden en basit ve sik kullanilanlarindan biri voting (oylama) yontemidir
(Koptur,2017). Birden ¢ok (N adet) farkli simiflandiricininC? ... CN aym veri seti L {izerinde
egitilerek (L'...LV) elde ettikleri siniflandirma sonuglar1 degerlendirilmektedir. En sik
tekrarlanan yani en ¢ok oyu alan siif tahmin sonucunu olusturan sinif olarak secilmekte veya
elde edilen sonuglar olasilik degerleri seklindeyse, bu sonuglarin ortalamasi alinarak tahmin
sonucu elde edilmektedir. Siniflandiricilarin oylart degerlendirilirken her birine esit agirlik
verilebilecegi gibi tiim veri seti kullanilarak egitim yoluyla elde ettigi dogruluk degerlerine

paralel olarak farkli agirlik degerleri de verilebilmektedir.

( 1 / Toplulugun Tahmini

r - —

(_71 Tahminler
1
ﬁ Cesitli
Tahminleyiciler
\ J

P o8 &
ﬁ\f\’:‘ V

Yeni Olay

Sekil 3.6: \Voting (Oylama) Yontemi
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3.11. RANDOMSUBSPACE (RASTGELE ALTUZAYLAR) ALGORITMASI
RandomSubspace algoritmasi asagidaki sekilde formiiliize edilmistir (T. K. Ho, 1998).
X, Y: Gozlemlenen veri

B: Alt kiime ile ¢ekilen veri sayisi

Im| < M : Alt uzayin biytkligi

TS/ : Vi igin nihai t-tabanli skor

Cix : Sayag

e m'= {i{, . i|*m|}modeli rassal olarak orijinal 6zellik alanindan alinir.

o Vi€ m*igianm* hesaplanip y~x,,,»modeli uyarlanir. i & m*iseT

im*=o ayarlanir.

o C(ix = Cyp +I{i € m"}olarak giincellenir.

Bu islemler k = 1, ..., B = By, ‘e kadar tekrarlanir; n — oo’a giderken B,, — oo gider ve i

icin C;, 0 = 0’dan bagslar.
TS;su sekilde hesaplanmaktadir:

1 T
C;,B n—|mj

m*:.iem*

TS; =

(3.25)

TS;:TS;; = TS;; ... =2 TS Skorlarma  gére  degisken  listesi  diizenlenir  ve

{ig, e , i Yseklinde siralanir.
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3.12. VERI ANALIZi

Bu caligmada, lokasyon analizi ve kurulus yeri se¢cimi kapsaminda giyim perakendeciliginde
diinya capinda faaliyet gdsteren, marka konumlandirmasi olarak orta sinif segmente hitap eden
ve diisiik fiyat politikasi izleyen Oncii bir firmanin magazalarinin bulundugu lokasyonlara ait il,

ilce ve ¢evre verileri incelenmistir.

Verilerin elde edilmesi asamasinda lokasyon yeri se¢imi modelinin girdi parametreleri,
oncelikle isinde uzman olan is analistleri ve magaza ¢alisanlar ile goriisiilerek miisteri gelis
sayilarini etkileyen, lokasyona ait 6zelliklerin neler olabilecegine yonelik yapilan kurum igi
anket calismasi ile belirlenmistir. Belirlenen bu parametreler veri analizi, deneme yanilma
yontemleri, parametre se¢im algoritmalari ile de ayrintili olarak incelenmis, boylece detayli bir
calisma sonucu modelde kullanilacak girdi parametreleri ortaya konmustur. Bu parametrelere
gore TUIK sisteminden ve googleplaces iizerinden veriler ¢ekilmis, elde edilen verilerde eksik
ve agir1 ug verileri diizeltilmistir. Yatirim igin en degerli lokasyon nerelerdir? Sorusunun
cevabinin arandig1 bu ¢alismayla literatiire katki saglanmasi ve giyim perakende sektoriinde
zincir magaza olarak faaliyette bulunan firmalarin kullanabilecekler bir model ortaya konmasi

amaclanmastir.

Bu amagla perakende sektoriinde faaliyette bulunan bir firmanin 61 il’in 96 ilgesinde bulunan
98 farkli magazasinin il, ilge, 1000 m, 500 m, 250 m, 100m ¢evre verilerine ait asagidaki

parametreler incelenmistir.

e Toplam Niifus

e Erkek Niifusu

e Kadin Niifusu

e Gegen Yila Gore Niif. Degisimi
e Gegen Yila Gore Niifus Artis Orani
e Erkek Niifusu Orani

e Kadn Niifusu Orant

e Toplam Niifus 2020

e Toplam Niifus 2020 Degisimi

e Yas Ortalamasi

e AB Ses Grubu Niifusu
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C Ses Grubu Niifusu

DE Ses Grubu Niifusu

C Oran

DE Oran

BC1

Ortalama Hane Geliri

Toplam Konut Sayisi

Gelismis Konut Sayisi

Orta Gelismis Konut Sayisi
Gelismemis Konut Sayisi
Toplam Isyeri Sayist

Yazlik Sayisi

Toplam Yerlesim Sayist

Bolge Konutlasma Oran
Niifus Yogunlugu (kisi/ha)
Bolge Yiizolgiimi Km?2

Konut Yogunlugu (Konut/Km?2)
Isyeri Yogunlugu (isyeri/Km?2)
Toplam Hane Sayist

Ortalama Hane Biiyiikliigii
Toplam Istihdam

Toplam Issiz

[s Giiciinde Olmayanlar
Istihdam Bilinmeyen

Aktivite Oran1 (Calisan/Isgiicii)
Toplam Ogrenci

Toplam Ev Kadin1

Toplam Emekli

Toplam Irad (gelir) Sahibi
Toplam Calisan Niifus

[Imi ve Teknik Elemanlar, Serbest Meslek
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Direktorler ve Ust Kademe Yéneticiler
Idari Personel ve Benzeri

Ticaret ve Satis Personeli

Hizmet Islerinde Calisanlar

Otomobil Sayisi

Se¢men Sayisi

Gegerli Oy Sayisi

AKP Oy Sayisi

CHP Oy Say1s1

MHP Oy Sayis1

Diger/Bagimsiz Oy Sayisi

AKP Oran

CHP Oran

MHP Oran

Sol Oran

Diger/Bagimsiz Oran

Muhafazakar Niifus

Ortalama Hane Harcamasi

Toplam Tasarruf

Giyim Ve Ayakkab1 ‘ya yapilan toplam harcama
Saglik Hizmetlerine yapilan harcama
Ulastirmaya yapilan harcama
Haberlesmeye yapilan harcama
Eglence Ve Kiiltiir faaliyetlerine yapilan harcama
Y1l Geneli Ortalama Sicaklik

Zincir rakip sayist

Yerel rakip sayisi

Perakende magaza sayis1



57

Merkez Kademe  Toplam Niifus Erkek Niifusu Kadin Niifusu Gegen Yila Gore Nif. Degisimi Gegen Yila G Erkek NufustKadin Niifusi Toplam Niif Toplam Niifus 2020 Degigimi - Yas Ortalamasi
Lokasyon 1 1000 Metre 17752 8716 9036 -225 -1 49 51 20660 2908 35
Lokasyon 2 1000 Metre 25270 12583 12686 -634 -2 50 50 26620 1350 9
Lokasyon 3 1000 Metre 28840 14041 14798 840 3 49 51 21461 -7378 34
Lokasyon 22 1000 Metre 32339 15509 16830 -370 -1 43 52 35422 3083 38
Lokasyon 23 1000 Metre 9882 5044 4338 380 4 51 49 10617 735 35
Lokasyon 24 1000 Metre 55802 28630 27170 2047 4 51 49 60585 4783 32
Lokasyon 43 1000 Metre 12380 6435 5946 -387 -3 52 8 9453 -2927 2
Lokasyon 44 1000 Metre 34805 16859 17945 -294 -1 48 52 19024 -15780 R
Lokasyon 45 1000 Metre 10561 5395 5166 in 5 51 49 9174 -1387 28
Lokasyon 93 1000 Metre 24241 12030 1”1 -533 -2 50 50 28028 3787 2
Lokasyon 94 1000 Metre 62251 31349 30902 -499 -1 50 50 68613 6362 3
Lokasyon 95 1000 Metre 18350 8839 9511 -194 -1 48 52 17055 -1294 36
Lokasyon 96 1000 Metre 19754 9764 9990 -122 -1 49 51 15457 -4297 32
Lokasyon 97 1000 Metre 15443 7664 779 558 4 50 50 20306 4863 31
Lokasyon 98 1000 Metre 25497 12638 12859 -525 -2 50 50 w1 -3186 34

Tablo 3.1: Lokasyonlara ait demografi verileri

Incelenen bu parametrelerden lokasyon yer segimine en uygun girdi degiskenleri asagidaki

sekilde gruplandirilmstir.

Tablo 3.2: Lokasyonlara ait se¢ilen parametreler

eKent Nufus #Zincir Rakip Sayisi #Zincir Rakip Sayisi
eKent Ekonomi eYerel Rakip Sayisi eYerel Rakip Sayisi
eKent Gelismislik ePerakende Magaza Sayisi ePerakende Magaza Sayisi

eOrtalama m2 degeri
eRetail Index

eFoot Trafic

eUlasim Noktasi Sayisi

3.12.1. Sonu¢ Degiskeni (Miisteri Gelisleri)

Miisterilerin magazaya gelis sayilarinin fazla olmas1 magazani iyi bir yerde konumlandirildigini
gostermektedir. Bu amagla incelenen firmaya ait 97 magazanin misteri gelislerinin

bliytikliiklerine gore deger segementasyonu ¢alismasi yapilmastir.
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Tablo 3.3: Miisteri gelislerine ait deger segmentasyonu veri seti

Lokasyon Kiime Degeri |Miisteri Gelisleri [Doniisiim Orani

Lokasyon 1 sl 1.930.748 |[w 11,8%
Lokasyon 2 s(l 1.719.169 |[W 11,0%
Lokasyon 21 4l | 808.310 [W 11,7%
Lokasyon 22 4 | 791.817 W 12,0%
Lokasyon 71 30| 533.830 (W 15,6%
Lokasyon 72 30| 528560 (W 14,1%
Lokasyon 73 3 | 520.004 [Wr 14,9%
Lokasyon 90 21| 417.578 |W 14,8%
Lokasyon 91 20| 409.921 [W 13,3%
Lokasyon 97 1k 299.745 |W 17,0%
Lokasyon 98 1k 288.616 |4 28,0%

Tablo 3.4 ‘de k-means yontemi ile yapilan deger segmentasyonuna ait sonu¢ degerli

bulunmaktadir. En fazla kiime eleman sayis1 %52 ile 3 no’lu kiime de bulunmaktadir. 1 no’lu

kiimelerde ise gelen miisteri sayisi az olmasina ragmen miisteri doniisiim orani en yiiksek

magazalar bulunmaktadir. Burada gezen miisteri profilinden daha ¢ok marka algisina sahip

misterilerin aligveris yaptig1 sOylenebilir.

Tablo 3.4: Deger segmentsayonu temel istatistiki gostergeleri

Kiime Degeri | = | Miisteri Sayisi Miisteri Gelis Dagilimi

1
2
3
4
5

Toplam

2.316.520
8.723.351
32.665.517
11.025.549
12.105.796
66.836.733

1

3,47%
13,05%
48,87%
16,50%
18,11%
00,00%

20,4% I 7
19,6% I | 18
16,0%
12,6% | 13
14,2% I 9
16,3% 98

Miusteri Donlisiim Orani Magaza Sayisi Magaza Sayisi %

7,14%
18,37%
52,04%
13,27%

9,18%

100,00%
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Sekil 3.7: Saatlik miisteri gelis dagilimlar
Sekil 3.7°de miisterilerin magazalara saatlik gelislerine ait dagilim grafigi verilmistir. Saat 16
— 17 aras1 magazalarin en yogun oldugu saat araliklaridir.

Magazanin ¢ekim modeli i¢in miisteri gelis sayilari referans alinarak bir inceleme yapilmistir.
Bunlarin satisa doniis oranlarinin yiilksek olmast magaza i¢i davranis modeli ile
aciklanmaktadir. Secilen lokasyonlar iizerinde asagidaki kabuller dikkate alinarak magaza

davranig segmentasyonu olusturulmustur.
» Hafta sonu giin bas1 yogunluk ortalamasinin hafta i¢ine orani
* Aksam saatleri saat bas1 yogunluk ortalamasinin giin ig¢ine orani
* Magaza iiriin kategori tercih oranlari
*  Aylar ik Haftas1 ve Son Haftas1 durumlari

+  Ozel Giinlerdeki Satislarin Normal Giinlere Orani
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Tablo 3.5: Magaza davranis segmentasyonu

Magaza Haf.ta Igi Sa!:lah (_)E_Ien Ak_;am Kapanis Er!:ek Ka.dln Co.cuk

Fmm Ciro Ciro Ciro Ciro Ciro Ciro Ciro Ciro

Oran Oran Oran Dran Oran

AILELERIN TATIL TERCiHI 41 %51 %3 %20 943 %24 %44 %43 %10
GENEL TERCIH 30 %54 %4 %21 %43 %21 %44 %45 %10
HAFTAICi AILE GiYiM TERCiHi 17 %57 %5 %23 %42 %21 %42 %40 %4
CALISANLARIN TERCiHi 9 9563 %6 %23 937 %26 %39 %40 %0

3.12.2. Kent Niifus

Niifus perakende doygunluk verisi i¢in en temel gostergelerden biridir. Pazar’in biiytime hizini,
acilacak olan magazanin metrekare hacmini belirleyecek etkenler arasindadir. Niifusla iligkili

parametreler arasinda miisteri gelisleri ile arasinda en fazla korelasyona sahip degerin ilge kent

niifus parametresi oldugu belirlenmistir.

Tablo 3.6: il Tiirlerine gore ortalama niifus verileri

E Ortalama TOPLAM NUFUS  Ortalama Nufus 35 Gstli  Ortalama SESBC1  Ortalama Kent Nufusu  Ortalama okuma yazma bilen
biyiksehir 370.274 153.886 134.736 345.238 322.843
biyiksehir degil 182.128 73.179 40.311 143.171 156.034
Grand Total 312.742 129.207 105.862 283.449 271.835

E StdSapmas TOPLAM NUFUS StdSapmas Nufus 35 listii StdSapmas SES BC1 StdSapmas Kent Nufusu StdSapmas okuma yazma bilen

buyuksehir 198.991 83.149 89.154 202.722 172.168

buyuksehir degil 80.554 30.965 23.161 74.560 67.413

Grand Total 192.322 80.471 87.033 197.223 166.956
Toplam Nuifiis Ortalama Nufu 35 st Ortalma SES BC1 Ortalama Kent Nufus Okuma Yazma Bilen

Buytksehir 250.000 100.000 90.000 200.000 200.000

Buyuksehir Degil 140.000 50.000 25.000 100.000 100.000

Ciro, doniisiim oran1, miisteri gelis sayilar1 incelenerek kent niifusu asagidaki sekilde kategorize

edilmistir.

1- Biiyiiksehirde magaza agma kriteri
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Bir biiyiiksehirdeki toplam magaza sayis1 (6zel projeler harig) icin st sinir "300,000
kisiye 1 magaza" dir.

Biiyiiksehir ilgeleri ile alakali kriterler 2 no'lu baslikta tanimlanmastir.

Bir biiyiiksehirde sadece 1 adet cadde magazasi varsa, 2. magaza AVM'de agilir.
Biiytik sehirlerdeki "6zel" projeler (sadece bir bélgeden degil, biitiin sehirden miisteri

ceken projeler) ayrica degerlendirilir.

2- Biiyiiksehir ilcelerinde magaza acma Kriterleri

a.
b.

C.

d.

Bir biiyiiksehir ilgesinde niifus> 200,000 ise magaza acilabilir. (1. derece éncelikli)
Bir biiytiksehir il¢esinde 2. magaza niifus> 450,000 ise acilabilir. (2. derece dncelikli)
Niifusu> 100,000 ve <200,000 olan ilgeler i¢in, ilgenin hane basina diisen geliri
gelismiglik orani bulundugu il ortalamasinin iizerinde ise magaza agilabilir. (5. derece
oncelikli)

Niifusu <100,000 olan biiyiiksehir ilgelerinde magaza agmak uygun degildir.

3- il Merkezlerinde magaza acma kriterleri

a.
b.

d.

Niifusu 75,000'in tizerindeki il merkezlerinde 1 magaza agilabilir. (3. derece oncelikli)
Niifusu> 300,000 olan il merkezlerinde 2. magaza agilabilir. 2. magaza AVM'de
acilir. (4. derece oncelikli)

Niifusu> 50,000 ve <75,000 olan yerler i¢in ¢ok avantajli kira ve lokasyon sartlar1 var
ise magaza tutulabilir. (7. derece oncelikli)

Niifusu <50,000 olan il merkezlerinde magaza agilmaz.

4- Tlce merkezlerinde magaza acma kriterleri

a. Niifusu 75,000'in tizerindeki ilge merkezlerinde 1 magaza agilabilir. (6. derece oncelikli)

b. Ilge merkezlerinde en fazla 1 magaza agilabilir.
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Yukaridaki kriterlere gore il¢eler kategorize edilmis ve 5 ana gruba ayrilmistir.

Tablo 3.7: Kent niifusu ile kiime degerleri eleman sayisi

Magaza Sayisi Kiime Degeri |~

Kent Niifus - 1 2 3 4 5Toplam

1 1 7 4 Bl 12
2 2 513 1l 2
3 1 6 K 7
4 8 21/ | 11
5 4 5020 11 8/ 48
Toplam 7 18 51 13 9 98

Tablo 3.6’da kategorize edilmis kent niifusu verisi ile miisteri gelislerine gére segmente edilmis
modeldeki eleman sayis1 verileri bulunmaktadir. En fazla 5 no’lu kent niifusu kategorisinde
magaza bulunmaktadir. Beklenen de magaza agilis kararinda bu davranisin sergilenmesidir. 1
ve 2 no’lu ilgelerde bulunulmasi gerekiyor fakat ciro ve karlilik az olacagindan yatirim kararini
riske etmeyecek diger verilerin daha detayli analizi gerektiginden bu sekilde bir kural seti

olusturulmustur.

Kent Niifusu ile kiime verileri arasindaki iliski ki-kare testi ile analiz edildiginde istatistiksel
acidan anlamli bir data olusmaktadir. Tablo 3.8 incelendiginde kent niifusu ile miisteri gelis

sayilarina gore olusturulmus deger segmenti arasinda anlaml bir iligki vardir.

3.12.3. Kent Gelismislik Degeri

Tgili veri TUIK datasi olarak alinmistir. Gelismislik diizeyinin ¢ok boyutlu bir kavram oldugu
dikkate alindiginda, bu tiir endekslerin olusturulmasinda “temel bilesenler analizi”nin
(principal components analysis-PCA) genis ol¢iide kullanildigi goriilmektedir. Bu sayede,
gelismislik diizeyinin yorumlanmasinda tek bir degiskene (GSYH, niifus vb.) bagl kalinmasi

yerine daha fazla faktoriin degerlendirmeye katilmasi saglanmaktadir.
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Gelismislik endeksi pazarin gelisme hizi ve hayat evresi hakkinda 6nemli bilgiler vermektedir.
Bolge ticari olarak ne kadar degere sahip bilgisi rekabetin diizeyini ve ¢ekim merkezi yapisini

kurgulatacak olan referans veri setini olusturacaktir.

Incelenen magazalara ait gelismislik degerleri asagidaki tabloda dzet istatistiklerle verilmistir.
Magazalarin bulundugu illerin ortalama gelismislik degerleri 46 civarindadir. Rakipler
incelendiginde rakiplerin bulundugu lokasyonlarin gelisme endeksi ortalama 49 iken minimum
35 degerindeki yerlere magaza agma karari verilmistir. Incelenen firmada ise bu deger 29’lara

kadar diismekle birlikte magazalar bu yogunluktaki alanlarda birikmis durumdadir

Tablo 3.9: Kent gelismislik degeri temel istatistiki verileri

Gosterge Degerleri Gelismislik Degeri
Ortalama 46

Standart Sapma 7

Mak. 67

Min. 29

En biyliik 5 magaza 51

En kiglik 5 magaza 45

Standart sapma degerleri géz onilinde bulundurularak kent gelismislik degeri kendi iginde 5

kategoriye ayrilmistir. Tablo 3.8 de bu iliski modeli gosterilmektedir.

Tablo 3.10: Kent gelismislik kategorik verisi ile kiime degerleri eleman sayisi

Magaza Sayisi Kiime Degeri -

Kent Gelismislik |~ 1 2 3 45 Toplam
1 5 1 1 6
2 3722 5 [ 36
3 2 212 302 |20
4 2 316 330 p7
5 11 25/ o9

Toplam 7 18 51 13 9 98
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3.12.4. Kent Ekonomi

Il ve ilge merkezinde bulunan toplam is yeri sayis1 bdlgeye ait aktivite oranini vermektedir.

Analize dahil edilen il¢elerdeki is yeri sayilari ile miisteri gelisleri arasinda iligki kurulmustur.

Is yerindeki kent sayis1 ve 50°den fazla personel calistiran is yeri sayis1 goz Oniinde
bulundurularak kent is yeri sayisi 5°li likert degerlerine ayrilmistir. K-means yonteminin
kullanildig1 yontemde kiime dis1 heterojenlik verisini en iyi acgiklayan kiime sayis1 5 olarak

degerlendirilmistir. Hesaplanan bu degere kent ekonomi degiskeni ad1 verilmistir.

Tablo 3.11: Kent ekonomi kategorik verisi ile kiime degerleri eleman sayisi

Magaza Sayisi Kiime Degeri |~

Kent Ekonomi |~ 1 2 3 4 5Toplam
1 313 15 e
2 3 230 73/ 45
3 126 4 [] 13
4 1 16/ 8
5 g | 1
Toplam 7 18 51 13 9 98

3.12.4. Ortalama m2 degeri

Ortalama metrekare degeri magaza kira giderlerinin optimum yonetilmesi i¢in incelenmesi
gereken en 6nemli degiskenlerden bir tanesidir. Magazanin ¢ok merkezi bir yere agilmasi
yapilacak kira yatirmminin yiiksek olmasma ve karliligin diisiik olmasina neden olacaktir.
Cironun %7 ‘si ile %12’sini kira gideri olarak almayi1 goze alan firmanm 1000 m2 gevre

verilerinden elde edilen degerler incelendiginde

e Geligmis kenetlerde merkeze en yakin merkezi olmayan noktada

e Gelismemis kentlerde ise merkezi noktalarda

Magazasint actigr gozlemlenmistir. Bu amagla merkeze en yakin merkezi olmayan

noktalarin tespiti en 6nemli gosterge olarak secilmistir.
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3.12.5. Foot Traffic (Yaya trafik yogunlugu)

Yaya trafik yogunlugu magazaniza c¢ekmeniz gereken miisteriler i¢cin daha az sermaye
harcamaniz1 saglayacaktir. Tek magazada temel ihtiyaglar1 karsilamayr planlayan bir misteri
profili yaya olarak gezdigi lokasyonlarda bulunan magazalari tercih etme davranisi
sergilemektedir. 100’lik bir puantaja sahip olan veri setinde ortalama 40’l1 yogunluklarda

magaza acildig1 tespit edilmistir.

Tablo 3.12: Kiime degerlerine gore ortalama yaya yogunlugu

Kiime Degeri |~ | Ortalama Yaya Yogunlugu

17,286
45,500
40,314
39,154
35,778
Toplam 39,051

v A WN R

3.12.6. Retail Index (Perakende harcamasi yogunlugu)

TUIK tarafindan perakende magazalarinin bulundugu yerlerdeki harcama yogunluklarina gére

hesaplanan bir degerdir. Bolgesel agirliklandirilmasi ile ¢evre verisi olarak hesaplanmuistir.

Tablo 3.13: Kiime degerlerine gore ortalama perakende indeksi

Kiime Degeri | ~ |Ortalama perakende indeksi

1 14,857
2 41,722
3 37,255
4 35,385
5 30,556
Toplam 35,612

3.12.7. 1000 m, 500 m nokta verileri

Magazalarin bulundugu lokasyonlarin ¢evresinde ne kadar zincir rakip oldugu, perakende

magazalarinin sayisi, ulasim noktasi sayisi magazanin ¢ekim etkisini arttiran degiskenlerdendir.
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Magazalara erisilebilirlik bakimindan; yaya(toplu tasima) ve arag ile olmak lizere iki farkl

sekilde incelenmistir. Belirlenen noktalara (ana arter, mevcut ve proje metro, durak, vb.)

uzakliklarina gore ulasim noktasi sayisi verilmistir.

Tablo 3.14: Kiime degerlerine gore toplam nokta sayilari

Kiime Degeri +|1000 m yerel rakip

1
2
3
4
5

Toplam

L

500 m zincir rakip 1000 m zincir rakip 500yerel rakip 1000m ulagimnoktasst ~ 1000mperakande 500 m perakende
90 [ ol m[ 187
3% - ] ] wl 191 | 67
1466 - 1l 63 s I o I 2sy]
598 . 1 ] ;3 w1
715 [ s uf | owpE w130
35 5 " 13% 304 1B0TT 6.1

Incelenen parametrelerden sonra Tablo 3.13’deki gibi bir veri seti elde edilmistir. Bu veri seti

ile makine 6grenme algoritmalar1 uygulanarak magazalarin benzerlik haritas1 ¢ikartilmasi

hedeflenmistir.

Tablo 3.15: Lokasyon analizi veri seti

Lokasyon |Kent_Nuf|{Kent_Gel{Kent_EkojFoot Traf|Retail_Ind Ortalama_YerelRaki| YerelRaki|Zincir_100Zincir_50QUl | Perakend [500Perakende |Kiime

Lokasyon 2 3 3 4 35 32 3991 27 8 5 1 51 539 161 3
Lokasyon 1 5 5 4 42 34 1223 221 79 0 0 84 340 189 5
Lokasyon 4 4 3 2 33 30 1405 29 19 2 2 22 421 304 3
Lokasyon 5 5 5 4 65 55 7475 31 10 1 1 14 240 108 5
Lokasyon 90 5 5 4 20 13 569 40 19 0 0 49 28 7 2
Lokasyon 57 3 3 3 17 15 139 47 29 0 0 37 100 57 3
Lokasyon 3 5 5 4 39 30 1174 184 50 0 0 60 291 87 5
Lokasyon 22 5 5 2 43 32 791 53 30 1 0 25 133 51 4
Lokasyon 11 3 3 3 34 31 363 63 22 0 0 58 131 40 4
Lokasyon 9 5 4 4 17 14 690 86 62 1 0 54 174 68 5
Lokasyon 21 E] 4 2 25 22 3064 45 21 0| 0 31 138 103 4
Lokasyon 49 3 4 3 31 27 2089 139 4 0 0 12 147 54 3
Lokasyon 59 5 4 2 20 20 2096 17 7 0 0 25 126 56 3
Lokasyon 17 4 4 2 41 33 529 24 15 1] 0 55 164 112 4
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4. BULGULAR

4.1. VAKA CALISMASI

Calismamizin ilk adiminda perakende sektoriinde faaliyet gosteren bir firmanin miisterilerine
hizmet verdigi lokasyonlarin 1000 m, 500 m, 250 m c¢evre verileri ve ilge verileri farkli
ozellikler agisindan kiyaslanarak, ilgili lokasyonlarin miisteri ¢ekme potansiyellerinin hangi
kriterlere bagli oldugu tespit edilmeye calisilmistir. Yaklasik 100 lokasyona ait 250 farkli veri
seti tizerinde inceleme yapilmistir. Yatirim igin en degerli lokasyonlar hangileridir? sorusunun
cevabinin arandigi calismada Weka programimi ve makine Ogrenme algoritmalarindan

faydalanilmistir.

Diizenlenmis veri seti WEKA programina girilerek veri tiplerine ait tanimlamalar yapilmaistir.
Tamimlanan veriler iizerinde Makine Ogrenme ve Bilesik Makine Ogrenme teknikleri
kullanilarak miisteri gelis sayilarina gore hesaplanmis kiime degeri tahmin edilmis ve bu
tahminlere gore tahmin performanslar1 elde edilmistir. Her bir algoritma i¢in en iyi sonucu
veren test ve egitim verileri deneme yanilma yontemleri ile belirlenmistir. Makine Ogrenme
yontemlerinden kategorik ve sayisal degerlerin ikisini de igeren veri setlerine uygun olan M5P,
REPTree, Decision Stump, Random Tree, M5Rules, Decision Table, KStar, IBK, LWL, Linear
Regression, SMOreg, Multilayer Perceptron yontemlerinin miisteri gelislerini tahmin etme
performanslar1 degerlendirilmistir. Bilesik Makine Ogrenme yontemleri icin smiflandiric
olarak Makine Ogrenme ydntemlerinden en iyi performans elde ettigimiz algoritmalarin gesitli

kombinasyonlar1 ¢alistirilmistir.
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| Verilerin Elde Edilmesi Amaci ile is analitik uzmanlan ile gariisilmesi |

| Verilerin belirlenen Gzelliklere gire sistemden gekilmesi |

| Verilerin On Analizi |

| Miisteri gelis sayilarina gire magazalann kiimelenmesi |

| Girdi parametrelerinin olugturulmas: |

| Makine Ogrenme Yantemleri ile miisteri gelislerinin tahmin edilmesi |

| Veri Setinin Egitim Test werisi degiskenlerinin belirlenmesi |

| Egitim |

| Test |

| Makine (grenme algoritmadan en iyi sonucu veren algoritmamn secimi |

| En iyi sonuc veren algoritmalarin siralanmasi |

an \_J =

C | Parametre Optimizasyonu |

| Modele ait tahmin performansimin degerlendirilmesi |

Sekil 4.1: Uygulama Metodolojisi

Uygulanan Makine Ogrenme ve Bilesik Makine Ogrenme tekniklerinin veri setinden elde
edilen tahmin performanslari tablolar halinde gosterilmis ve yontemler birbirleri ile korelasyon
katsayis1 ve hata degerleri bakimindan kiyaslanmigtir. Uygulama metodolojisi Sekil 4.1°de

gorilmektedir.

4.2. SONUCLARIN DEGERLENDIRILMESi
4.2.1. Basit Makine Ogrenme Algoritmalar1

Makine Ogrenme tekniklerinin tahmin performans: kullanilacak algoritma ve algoritma igin

secilecek parametrelere gore degismektedir. Bunlarin ¢ogu deneme yanilma yontemleri ile elde



69

edilen ve herhangi bir yontem i¢in bu parametre daha iyidir seklinde bir kural seti olusturulacak
sabit degiskenler degillerdir. Ornek olarak bir test icin veri setinin %80 dgrenme %20’si test
verisi oldugunda gosterdigi performans ile %90-%20 seklinde ayarlanmis ayni veri setinin
gosterecegi performans ayni degildir. Bu amacgla uygulanan algoritmalarin parametreleri
deneme yanilma yontemleri ile ¢alistirilmis en iyi sonuglar1 veren parametreler secilerek
yontem ve kisitlar1 degerlendirilmistir. Ogrenme algoritmalar1 i¢in en 6nemli parametre
orneklem verinin secilmesi yontemidir. K Katlamali ¢apraz dogrulama veya herhangi bir %
araligina gore belirlenen calistirma sekilleri ile algoritmalar ¢alistirilmistir. Her yontem igin

farkli parametre se¢iminin en iyi sonucu verdigi gozlemlenmistir.
4.2.1.1 RandomTree

RandomTree her diiglimde rastgele segilen 0z nitelikleri dikkate alan bir siniflandirma
algoritmasidir. En ¢ok tercih edilen karar agaglar1 arasinda bulunmaktadir. Literatiir kisminda
belirttigimiz tanimlarda ki gibi bir dal yaprak modeli olusturmaktadir. Bu tanimlar1 burada
yinelemekte asagidaki seklin anlagilmasi adina fayda bulunmaktadir. %90 egitim- %10 test
verisi parametresi secildiginde en iyi sonucu vermektedir. Dogru siniflandirma yiizdesi
(Correctly  Classified Instances) %80 olarak bulunmustur. Kategorik verilerin
degerlendirilmesindeki uyumu dlgen istatistik degeri kappa istatistik katsayisi ise %69,7 olarak
bulunmus ve iyi diizeyde bir uyum gozlendigi tespit edilmistir. %80 oranindaki bu tahmin
performansi iyi diizeyde bir tahmin basarisi elde edildigini ve lokasyon yeri segiminde

kullanilabilecek bir model oldugunu gostermektedir.

Tablo 4.1: RandomTree algoritma sonuglari (%90-%10)

Correctly Classified Instances 80%
Incorrectly Classified Instances 20%
Kappa statistic 0.697
Mean absolute error 0.08
Root mean squared error 0.2828
Relative absolute error 28%
Root relative squared error 74%

Tablo 4.1°de goriildiigii iizere her degisken simifi ile bir kural seti olusturulmustur. Ornegin
Kent ekonomi degeri 5 (yliksek diizeyde) olan bir bolgeye acilan magaza 4 numaralar1 sinifa

girecektir. Kent ekonomi degeri 1 ( en diisiik deger), ortalama metrekare degeri 378 TL nin
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altinda, perakende indeksi 26,5’in altinda ve 1000 metre ¢evresinde 71 adetin altinda perakende
magaza bulunan bir bolgeye acgilan magaza ise 3 no’lu sinifta bulunan magazalara benzer
ozellik sergileyecektir. Kent ekonomi degeri 1 ve ortalama metrekare degeri 378 TL’nin
iistinde bulunan bir bolgeye acilacak magazalar ise 3 no’lu magazalara benzer 6zellik

sergileyecektir.

Tablo 4.2: Random Tree algoritmas1 kural agaci

Kent_Ekonomi =1

| Ortalama_M2<378

| | Retail_Index<26.5

| | | Perakend_1000<71:1(3/0)

| Perakend_1000>=71:2(1/0)
Retail_Index>=26.5

Retail_Index <31.5:2(4/0)

Retail_Index >=31.5

| YerelRakip_1000<8:2(3/0)

| YerelRakip_1000>=8

| Perakend_1000<87.5

| | Foot_Trafic<75.5

| Perakend_1000< 75

| | Ortalama_M2<113:3(1/0)
| | Ortalama_M2>=113:2(2/0)
| Perakend_1000>=75:2(3/0)
| | Foot_Trafic>=75.5:3(2/0)

| Perakend_1000>=87.5:3(8/0)
alama_M2>=378: 3 (4/0)

Kent_Ekonomi =2

| Foot_Trafic<15:1(3/0)

| Foot_Trafic>=15

| YerelRakip_500<10.5

| | Ortalama_M2< 1097

| | Perakend_1000<91.5:2(1/0)

| | Perakend_1000>=91.5:3(12/0)

| Ortalama_M2>=1097

| | Foot_Trafic<25

| | | Ulasimnoktasi_1000<28.5:3(1/0)
| | | Ulasimnoktasi_1000>=28.5:2(1/0)
| | Foot_Trafic>=25:4(1/0)
YerelRakip_500>=10.5

| Perakend_1000<224.5

| Zincir_1000<0.5

| | YerelRakip_500<19

| | Foot_Trafic<42.5:3(10/0)

| | Foot_Trafic>=42.5

| | | Retail_Index<315:4(1/0)
| | | Retail_Index>=315:3(3/0)
YerelRakip_500>=19
\

\

\

\

\

\

Retail_Index <57.5

| Ulasimnoktasi_1000<30.5:3(3/0)
| Ulasimnoktasi_1000>=30.5

| | YerelRakip_500<34:4(2/0)

| | YerelRakip_500>=34:3(1/0)
Retail_Index >=57.5:4(1/0)
incir_1000>=0.5:4(2/0)
erakend_1000>=224.5:5(3/0)

[
\
[
\
\
[
[
I

I
I
I
I
I
I
I
I
I
I
|
I
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Ll
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L
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Ll
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Kent_Ekonomi =3

Retail_Index <18

| Ortalama_M2<94.5:1(1/0)

| Ortalama_M2 >=94.5:3(3/0)
Retail_Index >= 18

| Perakend_1000<101:2(2/0)

| Perakend_1000>=101

| | Kent_Gelismislik=1:1(0/0)

| | Kent_Gelismislik=2

| | | YerelRakip_500<22:3(1/0)
| | | YerelRakip_500>=22:4(1/0)
| | Kent_Gelismislik=3

| | | Ortalama_M2<1453.5:4(2/0)
| | | Ortalama_M2>=1453.5:3(1/0)
| | Kent_Gelismislik=4:3(1/0)

|

| Kent_Gelismislik=5:4(1/0)

Kent_Ekonomi =4

| Zincir_1000<0.5

| | Ortalama_M2<87L5

| | | Ortalama_M2<407.5:4(1/0)
| | | Ortalama_M2>=407.5:2(1/0)
| | Ortalama_M2>=871.5:5(2/0)

| Zincir_1000>=0.5:5(4/0)

Kent_Ekonomi =5:4(1/0)

Kent ekonomi degeri 2 fakat 1000 metre ¢cevresinde bulunan perakende magaza sayis1 224 yani
ortalamanin iizerinde bir perakende yogunluguna sahip bir bolgede agilan magaza 5 numarali
bir magazaya benzeyecektir. Buda kotii bir ilgenin iyi bir noktasina magaza agmanin daha tutarl

bir karar oldugunu gdstermektedir.
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1: kent_Ekonomi

= ———=T 3 =

_———_—'_—_ e —
2 Qrtalama_2 21: Foot_Trafic A0: Retail_|ndex F6: Zing ¢ 3 1 4 (1)
= FEAITE “E515 =18==18 =E505
3 Reta 2073 (400 23 YerelRakip_5G0.  51:C 54: Perakend_1000 67: Ortal £2 5 (40}
= 26 5= 26.5 #1087 T ==105 <3345 =< 181101 < BEIE5
4 Perake. 7 Retail_lndex 24 Ortalama_mz2 33 Perak 527177 a6 Kent_Gelismislik.  8: Ortal 7175 (/)
<PETI <315 <108 1097 <EEALS = 1=T S5 < MTMITS
5:10F  gver.  25:Perak. 28:FootTra.  34:Znc*”  a%:Yers.  61:Ortal B4:305:469:470.2 (”'3)|
=@=5 <BE15 =2525 <0405 < 2E 27 < B4OBIEIS
11: Pera. 28 Ulasimn 2~ 35: YerelF 484 (2I0) 5933503452345333(””)‘
< FEET.5 =PRSS <187 »=18
12 Foo 19 3 (8I0) 30°C7 95 Fapt Tra  41: Retail_Index
< FEF55 = 4% 325 < BEFT S
13 Perak 1813 (2/0) N 42 Ulagimn 37 0 4 (10}
<FET5 <3915 <38305
14: Ortal 172 (3/0) 39447 44 VerelRakip_S00
< +E3113 =34 34

152162 (20 454463 (1/0)

Sekil 4.2: RandomTree agac yapisi

4.2.1.2 RandomForest

RandomForest aga¢ tahminleyicilerinin bir kombinasyonu olup, her agag¢, bagimsiz olarak
orneklenmis rastgele bir vektoriin degerlerine ve ormandaki tiim agaclar i¢in ayni dagilima
baghdir. Bu tanimdan da anlasilacagi gibi bir dal yaprak modelinden ziyade cesitli
kombinasyonlarin sonuglarini listeleyecektir. %90 egitim- %10 test verisi secildiginde en iyi
sonucu vermektedir. Algoritma 100 iterasyondan sonra O6grenmeye baslamis olup diger
algoritmalara gore daha hizli bir sonug¢ vermektedir. Dogru siniflandirma yiizdesi (Correctly
Classified Instances) %70 olarak bulunmustur. Kategorik verilerin degerlendirilmesindeki
uyumu Olgen istatistik degeri kappa istatistik katsayisi ise %51,7 olarak bulunmus ve orta
diizeyde bir uyum gozlendigi tespit edilmistir. %70 oranindaki bu tahmin performansi iyi
diizeyde bir tahmin basarisi elde edildigini ve lokasyon yeri se¢iminde kullanilabilecek bir

model oldugunu gostermektedir.
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Tablo 4.3: RandomForest algoritma sonuglari (%90-%10)

Correctly Classified Instances 70%
Incorrectly Classified Instances 30%
Kappa statistic 0.5161
Mean absolute error 0.1967
Root mean squared error 0.3086
Relative absolute error 70%
Root relative squared error 81%
4.2.1.3 J48

J48 karar agaci algoritmas1 C4.5 karar agaci algoritmasinin 6zel bir tiiriidiir. %80 egitim- %20
test verisi parametresi secildiginde en iyi sonucu vermektedir. Dogru siiflandirma yiizdesi
(Correctly  Classified Instances) %60 olarak bulunmustur. Kategorik  verilerin
degerlendirilmesindeki uyumu 6lgen istatistik degeri kappa istatistik katsayis1 ise %45 olarak
bulunmus ve orta diizeyde bir uyum gozlendigi tespit edilmistir. %80 oranindaki bu tahmin
performans: orta diizeyde bir tahmin basarisi elde edildigini ve lokasyon yeri se¢iminde

kullanilabilecek bir model oldugunu gostermektedir.

Tablo 4.4: J48 algoritma sonuglari (%80-%20)

Correctly Classified Instances 60%
Incorrectly Classified Instances 40%
Kappa statistic 0.45
Mean absolute error 0.17
Root mean squared error 0.40
Relative absolute error 61%
Root relative squared error 104%

Siniflandirma modelinde genel olarak nokta parametrelerini dikkate almistir. 1000 metre
cevredeki perakende magaza sayis1 92’ nin altinda, perakende indeks degeri 25’in altinda ve 500
metre ¢evredeki yerel rakip sayis1 6’nin iistiinde ise 2 no’lu kategoriye girmektedir. Cevredeki

yerel ve perakende nokta sayilarmmin diisiikliigii bolgenin bir ¢ekim merkezi olmadigim
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gostermektedir. Buraya ac¢ilan bir magazadan yliksek performans beklemek yanlis olacaktir.
Cevredeki perakende magaza sayis1 bu karar agacindan anlasilacag iizere magazaya gelecek
olan miisteri tahminleme de biiylik bir gosterge sunmaktadir. Perakende magaza sayisinin
210’dan fazla oldugu yerlerde agilan magazalar direk 5 no’lu sinifa benzer bir deger segmenti
sergileyecegi kurali bu parametrenin iyi bir lokasyon i¢in ne kadar 6nemli oldugunu
gostermektedir. Bu kural seti 1s181inda 1000 metre ¢evresinde 90 adetten az perakende magaza
bulunduran herhangi bir bolgeye diger ¢evre 6zellikleri ne olursa olsun magaza agmak uygun

degildir. Bolge bir gekim merkezi etkisi sergilemeyecektir.

Tablo 4.5: J48 algoritmasi kural agaci

Perakend_1000 <=92 Perakend_1000 > 92 | Perakend_1000 > 167

| Retail_Index <=25 | Perakend_1000 <= 167 | | Perakend_1000<=210

| | YerelRakip_500<=6:1(6.0) | | Zincir_1000<=0 | | | Zincir_1000<=0:4(6.0)

| | YerelRakip_500>6:2(5.0/1.0) | | | YerelRakip_1000<=52:3(43.0/1.0) || | | Zincir_1000>0:3(2.0/1.0)

| Retail_Index >25 | | | YerelRakip_1000> 52 | | Perakend_1000>210:5(8.0)
[
[
||

| Retail_Index <=40:2(7.0) | | Retail_Index <=41:3(2.0)
| | Retail_Index >41:4(4.0)
Zincir_1000>0: 4 (2.0)

| Retail_Index >40
| | Ulasimnoktasi_1000 <= 20: 2 (5.0)
| | Ulasimnoktasi_1000 > 20: 3 (8.0/2.0)

J48 algoritmasinin ¢ikarttigi kural setlerinden biride 1000 metre ¢evrede zincir rakip
magazasinin bulunmasinin etkisinin 6nemli olmasi sonucudur. Perakende magaza sayisi
167’nin Ustiinde ve ¢evrede zincir rakip magaza var ise magaza 4 no’lu sinifdaki magazalara
benzer 6zellik sergileyecektir. Burada ortaya ¢ikan sonuglardan bir digeri ise perakende magaza
sayisina gore merkeziyetlik derecesi belirlenecek olursa merkeziyetligi yiiksek olan yerlerde
zincir rakipler var ise tercih oralara kaymaktadir. Merkeziyeti yiiksek yerlere gelen miisterilerin

tercihi ile merkeziyeti diisiikk yerlere gelen miisterilerin tercihleri farklilagmaktadir.

FPerakend_1000

/4_\—‘_\_\—\

== a2z =9z

_——’_/ \—\—\—\_\—‘_
Retail_Index Perakend_1000
//\
== 25 = 25 == 167 =167
— — -
werelRakip_500 Retall_lndes Fincir_1000 Perakend_1000
s . S N
=B =8 ==40 =40 ==0 =0 ==210 =210
— . . . — . — ~.
1 (5.00 2 (5.0r1 .07 2 Ulasimnoktasi_1000 werelRakip_1000 4 (2.03 Firncir_1 000 S (8.00
P P T
== 20 =20 == 52 =52 == =0
e s —~ - ~ T
2 (5.03 3 (2.0/2.0) 3 43.041 .D)I Retail_Indesx 4 (5.0) 3 (Z.001 .D)|
P
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Sekil 4.3: J48 agac yapisi
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4.2.1.4 HoeffdingTree

Kiiciik bir numunenin biiyiik veri setini optimum sekilde yorumlayacagi varsayimindan olusan
bir karar agaci algoritmasidir. G6zlem sayisinin nicel olarak degerlendirildigi bir yapida model
olusturmaktadir. %90 egitim- %10 test verisi parametresi secildiginde en iyi sonucu
vermektedir. Dogru siniflandirma yiizdesi (Correctly Classified Instances ) %70 olarak
bulunmustur. Kategorik verilerin degerlendirilmesindeki uyumu 6lgen istatistik degeri kappa
istatistik katsayist ise %54 olarak bulunmus ve orta diizeyde bir uyum gozlendigi tespit
edilmistir. %70 oranindaki bu tahmin performans: iyi diizeyde bir tahmin basarisi elde

edildigini ve lokasyon yeri se¢ciminde kullanilabilecek bir model oldugunu géstermektedir.

Tablo 4.6: Hoeffding algoritma sonuglart (%90-%10)

Correctly Classified Instances 70%
Incorrectly Classified Instances 30%
Kappa statistic 0,54
Mean absolute error 0,11
Root mean squared error 0,29
Relative absolute error 39%
Root relative squared error 77%
4.2.1.5 PART

Bir karar listesi olusturmak icin kullanilan kural algoritmalarindandir. Her kural i¢in basit bir
C4.5 karar agaci algoritmast olusturmaktadir. %80 egitim - %20 test verisi parametresi
se¢ildiginde en iyi sonucu vermektedir. Dogru siniflandirma yiizdesi (Correctly Classified
Instances) %80 olarak bulunmustur. Kategorik verilerin degerlendirilmesindeki uyumu dlgen
istatistik degeri kappa istatistik katsayist ise %71 olarak bulunmus ve iyi diizeyde bir uyum
gozlendigi tespit edilmistir. %80 oranindaki bu tahmin performans: iyi diizeyde bir tahmin
basaris1 elde edildigini ve lokasyon yeri seciminde kullanilabilecek bir model oldugunu

gostermektedir.
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Tablo 4.7: PART algoritma sonuglart (%80-%20)

Correctly Classified Instances 80%
Incorrectly Classified Instances 20%
Kappa statistic 0,71
Mean absolute error 0,09
Root mean squared error 0,28
Relative absolute error 34%
Root relative squared error 75%

Part algoritmasi ile olusturulan kurallar asagidaki gibidir.

e 1000 metre ¢evredeki perakende magaza sayist 92 ve 167 arasinda, 1000 m gevresinde
zincir magaza bulunmayan ve yerel rakip sayisi1 52 adedin altinda olan bdlgelere acgilan
magaza 3 no’lu kiimedeki magazalara benzer 6zellik sergileyecektir.

e 1000 metre ¢cevredeki perakende magaza sayist 110’un altinda, perakende indeksi 25 ile
40 arasinda ve ulagim noktas1 20’nin {izerinde olan bolgelere agilan magaza 3 no’lu
kiimedeki magazalara benzer 6zellik sergileyecektir.

e 1000 metre ¢evredeki perakende magaza sayis1 110’un altinda, yaya trafik yogunlugu
19’un istiinde ve 1000 metredeki yerel rakip sayist 6’dan biiyiik bolgelere acilan
magaza 2 no’lu kiimedeki magazalara benzer 6zellik sergileyecektir.

e 1000 metre ¢cevredeki perakende magaza sayis1 101 adet ile 210 adet arasinda, 500 metre
cevresindeki perakende magaza sayisi1 38’in lizerinde olan bolgelere acilan magaza 4
no’lu kiimedeki magazalara benzer 6zellik sergileyecektir.

e 1000 metre ¢evredeki perakende magaza sayis1 210 adetten fazla olan yerlere agilan
magazalar 5 no’lu kiimedeki magazalara benzer 6zellik sergileyecektir.

e Perakende indeksi 29’un altinda olan bolgelere acgilan magazalar 1 no’lu kiimedeki

magazalara benzer 6zellik sergileyecektir.
4.2.1.6 DecisionTable

K katlamali ¢capraz dogrulama sayis1 20 olarak secildiginde en iyi sonucu vermektedir. Dogru

simiflandirma yiizdesi (Correctly Classified Instances) %72 olarak bulunmustur. Kategorik
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verilerin degerlendirilmesindeki uyumu 6lcen istatistik degeri kappa istatistik katsayisi ise %58
olarak bulunmus ve orta diizeyde bir uyum gozlendigi tespit edilmistir. %72 oranindaki bu
tahmin performansi iyi diizeyde bir tahmin basarisi elde edildigini ve lokasyon yeri se¢iminde

kullanilabilecek bir model oldugunu gostermektedir.

Tablo 4.7: DecisionTable algoritma sonuglar1 (10 - Fold)

Correctly Classified Instances 72%
Incorrectly Classified Instances 27%
Kappa statistic 0,58
Mean absolute error 0,18
Root mean squared error 0,29
Relative absolute error 69%
Root relative squared error 80%

4.2.1.7 JRip

IWP’nin optimize edilmis bir versiyonudur. Artirnmli budama yontemi ile c¢alisan bir
algoritmadir. K katlamali ¢apraz dogrulama sayis1 20 olarak secildiginde en iyi sonucu
vermektedir. Dogru smiflandirma yiizdesi (Correctly Classified Instances) %74 olarak
bulunmustur. Kategorik verilerin degerlendirilmesindeki uyumu 6lgen istatistik degeri kappa
istatistik katsayis1 ise %61 olarak bulunmus ve iyi diizeyde bir uyum gozlendigi tespit
edilmistir. %74 oranindaki bu tahmin performansi iyi diizeyde bir tahmin basarisi elde

edildigini ve lokasyon yeri se¢ciminde kullanilabilecek bir model oldugunu gostermektedir.

Tablo 4.8: JRip algoritma sonuglar1 (20 - Fold)

Correctly Classified Instances 74%
Incorrectly Classified Instances 25%
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Kappa statistic 0,61
Mean absolute error 0,12
Root mean squared error 0,29
Relative absolute error 46%
Root relative squared error 80%

JRip algoritmasi ile olusturulan kurallar agagidaki gibidir.

e 1000 metre cevredeki perakende magaza sayis1 73’iin altinda, yaya trafik yogunlugu
30’un altinda olan bolgelere acilan magaza 1 no’lu kiimedeki magazalara benzer 6zellik
sergileyecektir.

e 1000 metre ¢cevredeki perakende magaza sayisi 240 adetin iistiinde olan bolgelere agilan
magaza 5 no’lu kiimedeki magazalara benzer 6zellik sergileyecektir.

e 1000 metre ¢evredeki perakende magaza sayisi 168 ve 240 adet arasinda olan bolgelere
acilan magaza 4 no’lu kiimedeki magazalara benzer 6zellik sergileyecektir.

e 1000 metre gevredeki yerel rakip sayisi 53 adetin istiinde, kent niifus degeri 5 olan
bolgelere agilan magaza 4 no’lu kiimedeki magazalara benzer 6zellik sergileyecektir.

e 500 metre ¢evredeki perakende magaza sayisi 103 adetten fazla olan yerlere agilan
magazalar 4 no’lu kiimedeki magazalara benzer 6zellik sergileyecektir.

e 1000 metre cevredeki perakende magaza sayisi 87 adetten az olan bolgelere agilan

magazalar 2 no’lu kiimedeki magazalara benzer 6zellik sergileyecektir.

4.2.1.8 LWL

Tembel 6grenme algoritmalarinda olan LWL i¢in en iyi sonucu K katlamali ¢apraz dogrulama
sayist 20 parametresi vermektedir. Dogru smiflandirma yiizdesi (Correctly Classified
Instances) %65 olarak bulunmustur. Kategorik verilerin degerlendirilmesindeki uyumu 6lgen
istatistik degeri kappa istatistik katsayisi ise %41 olarak bulunmus ve diisiik diizeyde bir uyum
gozlendigi tespit edilmistir. %65 oranindaki bu tahmin performansi iyi diizeyde bir tahmin
basaris1 elde edildigini ve lokasyon yeri seciminde kullanilabilecek bir model oldugunu

gostermektedir.

Tablo 4.9: LWL algoritma sonuglar1 (20 - Fold)
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Correctly Classified Instances 65%
Incorrectly Classified Instances 34%
Kappa statistic 0,41
Mean absolute error 0,19
Root mean squared error 0,31
Relative absolute error 71%
Root relative squared error 85%

4.2.1.9 MultilayerPerceptron

Yapay sinir ag1 algoritmasi olan multilayerperceptron K katlamali ¢capraz dogrulama sayis1 10
olarak segcildiginde en iyi sonucu vermektedir. Dogru smiflandirma yiizdesi (Correctly
Classified Instances) %66 olarak bulunmustur. Kategorik verilerin degerlendirilmesindeki
uyumu Olgen istatistik degeri kappa istatistik katsayisi ise %47 olarak bulunmus ve orta diizeyde
bir uyum gozlendigi tespit edilmistir. %66 oranindaki bu tahmin performansi iyi diizeyde bir
tahmin bagarisi elde edildigini ve lokasyon yeri se¢iminde kullanilabilecek bir model oldugunu

gostermektedir.

Tablo 4.10: Multilayerperceptron algoritma sonuglar1 (10 - Fold)

Correctly Classified Instances 66%
Incorrectly Classified Instances 33%
Kappa statistic 0,47
Mean absolute error 0,14
Root mean squared error 0,32
Relative absolute error 51%
Root relative squared error 89%

4.2.1.10 Basit Makine Ogrenme Algoritma Sonuclarinin Karsilastirilmasi
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Basit makine 6grenme algoritmalari dogru smiflandirma yiizde degerleri yani tahmin basari

performansi olarak karsilastirildiginda en iyi sonucu RandomTree ve Part algoritmalari

vermektedir. Kategorik degiskenlerin uyum istatistigi acisindan kappa istatistik degerleri

karsilagtirildiginda en iyi sonucu yine PART ve RandomTree algoritmalarinin verdigi

gozlemlenmistir.

Ortalama mutlak hata degeri en diisiik olana algoritma ise 0,08 ile

RandomTree algoritmasi olmustur. Tiim sonug degerlerinin bulundugu veriler Tablo 4.11°de

gosterilmistir.

Tablo 4.11: Basit Makine Ogrenme Algoritma Sonuglar1 Karsilastirmas:

Makine Ogrenme Algoritma Adi |Test Verisi |Corelation Coefficient [Mean Absolute Error | Kappa statistic
RandomTree %90 - %10 [0 80% 0,08|1: 0,69
RAndomForest %90- %10 [ 70% 0,19 0,51
148 %80 - %20 I | 60% 0,17k 0,45
HoeffdingTree %90- %10 (I 70% 0,11[=> 0,54
Part %80 - %20 |1 80% 0,09} 0,71
DecisionTable 20Fold  |B 72% 0,18~ 0,58
Jrip 20Fold [0 74% 0,12|=> 0,61
LWL 20Fold |0 65% 0,19k 0,41
MultilayerPerceptron 10Fold [ 66% 0,12|§ 0,47

4.2.2. Bilesik Makine Ogrenme Algoritmalari

4.2.1.1 RandomSubSpace

Rastgele uzaylar yontemi topluluk yontemleri arasinda en fazla kullanilan algoritmalardandir.

Egitim esnasinda smif tanimlayicisina ait bazi 6znitelikler segilir bazilar1 se¢ilmez ve birden
fazla alt uzay icin secilen algoritma tiirtine gore karar kurallari olusturulur. En 1yi sonucu veren

RandomSubSpace algoritmalar1 Tablo 4.12’de verilmistir.
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Tablo 4.12: RandomSubSpace Algoritma Sonuglart

Makine Ogrenme Algoritma Adi Test Verisi |Corelation Coefficient |Mean Absolute Error |Kappa statistic
RandomSubSpace (REPTree) 10 Fold 0,19|dl 0,52
RandomSubSpace (RandomForest) 10 Fold 0,17[=> 0,54
RandomSubSpace (LMT) 10Fold 0,13|A}n 0,69
RandomSubSpace (J48) 20-Fold 0,16/l 0,51
RandomSubSpace (HoeffdingTree) 10-Fold 0,16k 0,66
RandomSubSpace (PART) 10-Fold 0,15 @ 0,62
RandomSubSpace (OneR) 10-Fold 0,154k 0,44
RandomSubSpace (JRip) 10-Fold 0,16/=> 0,54
RandomSubSpace (DecisionTable) 10-Fold 0,21l 0,52
RandomSubSpace (KStar) 10-Fold 0,17\ 0,44
RandomSubSpace (MultilayerPerceptron) |[10-Fold 0,15|=> 0,57

Tablo 4.12°de goriildiigii gibi en iyi RandomSubSpace algoritmasi %80 dogru siiflandirma

yiizdesi ile LMT algoritmasidir. Bu algoritma en iyi sonucu K katlamali ¢apraz dogrulama

katsayist 10 olarak secildiginde vermistir. Kappa istatistik katsayist %69 olarak bulunmus ve

iyi diizeyde bir uyum gosterdigi tespit edilmistir.

RandomSubSpace (HoeffdingTree) ve

RandomSubSpace (PART) algoritmalarida basit makine 6grenme algoritmalarina gére daha iyi

sonu¢ vermislerdir.

RandomSubSpace (PART) algoritmasinin olusturdugu bazi kurallar asagida verilmistir.

e Kent Ekonomisi 4 no’lu kategoride ve 1000 metre ¢evresinde zincir rakip bulunan

herhangi bir bdlgeye agilan magaza 5 no’lu magaza kiimesindeki magazalara benzer

ozellik sergileyecektir.

e Kent ekonomisi 1 no’lu kategoride, yaya trafik yogunlugu 33’{in iizerinde, kent niifusu

2 no’lu kategoride ve 1000 metre ¢evresinde 23 adetten fazla ulasim noktasi bulunan

bolgelere agilan magazalar 3 no’lu kiimedeki magazalara benzer 6zellik sergileyecektir.

e Kent niifusu 5 no’lu kategoride ve 500 metre ¢evresinde 40 adetten az yerel rakip

bulunan herhangi bir bolgeye acilan magaza 4 no’lu kiimedeki magazalara benzer bir

ozellik sergileyecektir.

RandomSubSpace algoritmalar1 magazalarin agilmamasi gereken noktalarin tespitinde daha

fazla bilgi veren kural setleri olusturmuslardir. Ulasim noktasi sayis1 13 ‘iin altinda herhangi

bir yere magaza agmak veya yaya trafik yogunlugu 22 ‘nin altinda herhangi bir yere magaza
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acmak, Hem niifus hem de ekonomi degeri ayn1 anda 1 olan kentlere magaza agmak uygun

degildir.
4.2.1.2 Bagging

Bilesik makine 6grenme algoritmalarindan olan bagging, Ogrenicilerinin her birini egitim
verisinden rastgele sec¢ilen farkli alt kiimelerle egitir. Veri, ilk asamada egitim ve test olarak
ayrilir. Daha sonra egitim i¢in ayrilan veri setinden rastgele se¢im yapilir. Bu temel kuralla
calisan Bagging algoritmasinda en iyi sonucu veren algoritma %81 dogru tahmin performansi
ile Bagging (NaiveBayesUpdateable) algoritmasidir. Algoritma sonuglar Tablo 4.13’de

verilmistir.

Tablo 4.13: Bagging Algoritma Sonuglari

Makine Ogrenme Algoritma Adi Test Verisi |Corelation Coefficient |Mean Absolute Error | Kappa statistic
Bagging (REPTree) 20 Fold L 70% 0,17|dl 0,51
Bagging (RandomTree) 90Fold [B 69% 0,17|d 0,49
Bagging (LMT) 10Fold [ 75% 0,11| 0,62
Bagging (J48) 10Fold [0 76% 0,12|¢p 0,64
Bagging (PART) 10 Fold L 73% 0,14|=> 0,59
Bagging (JRip) 10Fold  |B 74% 0,13 0,6
Bagging (DecisionTable) 10 Fold L 74% 0,2~ 0,58
Bagging (LWL) 10Fold |8 l66% 0,18|dl 0,43
Bagging (MultilayerPerceptron) 10Fold L 67% 0,15l 0,49
Bagging (SimpleLogistic) 10Fold [ 76% 0,12|in 0,64
Bagging (NaiveBayesUpdateable) 10Fold B 81%| 0,11|¢}n 0,71

Lojistik ve Bayes algoritmalar1 ile RandomSubSpace algoritmalarina gore dahi iyi sonuglar
tretmistir. Tablo 4.15 ‘den de anlasilacag: gibi en 1yi sonucu veren ilk ti¢ bagging algoritmalar:

Bagging (NaiveBayesUpdateable), Bagging (J48), Bagging (SimpleLogistic) “dir.
4.2.1.3 Vote

Vote algoritmasi diger algoritma yontemlerine gore daha iyi sonug iiretmistir. En iyi sonucu
Vote (NaiveBayesUpdateable, SimpleLogistic, PART) algoritmasi vermistir. Tahmin
performans1 k katlamali capraz dogrulama katsayisi 10 olarak secildiginde %83 olarak
bulunmustur. Ortalama mutlak hatas1 0,11 ile en diislik algoritmalarindan bir tanesidir. Kappa

istatistik katsayist 0,74 olarak bulunmus ve iyi diizeyde bir uyum istatistigi elde edilmistir.
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Tablo 4.14 de vote algoritmasinin sonuglari paylasilmistir.  Bayes algoritmalar1 ile

kombinasyon yapilan tiim algoritmalar iyi birer sonug liretmistir.

Tablo 4.14: Vote Algoritma Sonuglari

Makine Ogrenme Algoritma Adi Test Verisi |Corelation Coefficient | Mean Absolute Error |Kappa statistic
Vote (NaiveBayesUpdateable, PART) 10 Fold [ 75% 0,11|d 0,62
Vote (NaiveBayesUpdateable, LMT) 10 Fold [N 82% 0,1|ip 0,72
Vote (NaiveBayesUpdateable, LWL) 10 Fold [ 78% 0,14|= - 0,66
Vote (NaiveBayesUpdateable, SimpleLogistic) 10 Fold [ 81% 0,1|ip 0,7
Vote (NaiveBayesUpdateable, SimpleLogistic,PART) 10Fold [0 83%| 0,11k 0,74
Vote (NaiveBayesUpdateable, SimpleLogistic,PART, LWL) |10 Fold [H 81% 0,11 0,7
Vote (NaiveBayesUpdateable, MultilayerPerceptron) 10 Fold [ 74% 0,12 * 0,61
Vote (LMT,HoeffdingTree,J48) 10 Fold . 75% 0,11 * 0,62
Vote (NaiveBayesUpdateable, BayesNet) 10 Fold [ 81% 0,12 0,7

En iyi sonucu veren Vote (NaiveBayesUpdateable, SimpleLogistic, PART) algoritmasinin

sonuglart,
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Tablo 4.15: NaiveBayesUpdateable nominal degisken sonuglar
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Tablo 4.16: NaiveBayesUpdateable numerik degisken sonuglart

Class

1 2| 3| 4] 5|
Foot_ Trafic
mean 17,26 45,46 40,27 39,06 35,86
std. dev. 6,53 20,13 16,72 13,08 13,02
weight sum 7,00 18,00 51,00 13,00 9,00
Iprer:ision 1,53 1,53 1,53 1,53 1,53I
Retail_Index
mean 14,55 41,68 37,25 35,57 30,72
std. dev. 5,26 20,59 15,44 12,43 11,20
weight sum 7,00 18,00 51,00 13,00 9,00
precision 1,62 1,62 1,62 1,62 1,62
[ ]
Ortalama_M2
mean 527,00 264,15 425,96 870,23 1876,39
std. dev. 582,74 380,17 485,13 830,14 2253,84
weight sum 7,00 18,00 51,00 13,00 9,00
precision 81,98 81,98 81,98 81,98 81,98
[ ]
YerelRakip 1000
mean 12,76 20,09 28,78 45,82 78,95
std. dev. 8,51 12,27 14,26 18,29 68,52
weight sum 7,00 18,00 51,00 13,00 9,00
precision 4,25 4,25 4,25 4,25 4,25
[ ]
YerelRakip_500
mean 3,97 9,73 12,32 20,11 33,68
std. dev. 2,51 6,70 7,33 9,71 30,79
weight sum 7,00 18,00 51,00 13,00 9,00
precision 2,78 2,78 2,78 2,78 2,78
[ ]
Zincir_1000
mean 0,00 0,00 0,03 0,26 1,48
std. dev. 0,28 0,28 0,28 0,60 1,46
weight sum 7,00 18,00 51,00 13,00 9,00
precision 1,67 1,67 1,67 1,67 1,67
[ ]
Zincir_500
mean 0,00 0,00 0,00 0,00 0,56
std. dev. 0,17 0,17 0,17 0,17 0,68
weight sum 7,00 18,00 51,00 13,00 9,00
precision 1,00 1,00 1,00 1,00 1,00
) ]
Ulasimnoktasi_1000
mean 21,85 24,28 30,06 38,92 45,38
std. dev. 8,19 10,50 13,49 18,78 20,28
weight sum 7,00 18,00 51,00 13,00 9,00
precision 1,68 1,68 1,68 1,68 1,68
[ ]
Perakend_ 1000
mean 61,32 71,92 124,38 166,14 316,44
std. dev. 8,14 16,25 28,23 23,23 100,81
weight sum 7,00 18,00 51,00 13,00 9,00
precision 6,81 6,81 6,81 6,81 6,81
[ ]
500Perakende
mean 27,64 37,75 57,00 89,31 145,50
std. dev. 16,57 14,63 23,55 27,22 68,64
weight sum 7,00 18,00 51,00 13,00 9,00
precision 4,50 4,50 4,50 4,50 4,50
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SimpleLogistic algoritmasi sonuglari

Class 1 :38.09 + [Kent Gelismislik=2] * 1.11 +[Foot Trafic] * -0.31 +[Retail_Index] * -0.04
+[YerelRakip_1000] * -0.14 +[YerelRakip 500] * -0.2 +[Ulasimnoktasi_1000] * -0.27
+[Perakende_1000]* -0.22

Class 2 :17.11 + [Kent_Nufus=4] * -2.2 +[Kent_Gelismislik=3] * -0.82 +[Kent_Gelismislik=5] * -0.73
+[Kent_Ekonomi=1] * 1.45+[Foot_Trafic] * -0.03 +[Retail_Index] * -0.01 +[Ortalama_M2] * 0
+[YerelRakip_1000] * -0.05 +[Ulasimnoktasi_1000] * -0.07+[Perakende_1000] * -0.14

Class 3 :1.27 + [Kent_Nufus=3] * 0.65 +[Kent_Nufus=5] * -0.66 +[Kent_Gelismislik=1] * -2.29
+[Kent_Gelismislik=2] * -0.38 +[Kent_Gelismislik=3] * 0.26 +[Kent_Gelismislik=4] * 0.59
+[Kent_Ekonomi=3] * -0.59 +[Kent_Ekonomi=4] * -2.33 +[Retail_Index] * 0.07 +[Ortalama_M2] * -
0 +[YerelRakip_1000] * -0.03 +[Zincir_1000] * -2.07 +[500Perakende] * -0.02

Class 4 :-20.54 + [Kent Nufus=2] * -1.83 +[Kent Nufus=4] * 1.25 +[Kent_Nufus=5] * 1.48
+[Kent_Ekonomi=3] * 0.67 +[Kent_Ekonomi=5] * 2.4 +[Foot_Trafic] * 0.13 +[Retail_Index] * 0.03
+[Ortalama_M2] * 0 +[YerelRakip_1000] * 0.06 +[Ulasimnoktasi_1000] * 0.05+[Perakende_1000] *
0.03 +[500Perakende] * 0.05

Class 5 :-34.41 + [Kent_Nufus=5] * 1.4 +[Kent_Ekonomi=3] * -2.94 +[Kent_Ekonomi=4] * 7.12
+[YerelRakip_500] * 0.05 +[Zincir_1000] * 2.56+[Perakende_1000] * 0.14 +[500Perakende] * 0.01

PART algoritmas1 sonuglari

e Perakende_1000 > 92 && Perakende 1000 <= 167 && YerelRakip_1000 <=52: 3
e Perakende 1000 <= 110 && Retail_Index > 40 && Ulasimnoktasi_1000 > 20: 3

e Perakende_1000 <= 110 && Foot_Trafic > 19 && YerelRakip_1000 > 6: 2

e Perakende_1000 > 101 && 500Perakende > 38 && Perakende_1000 <= 210: 4

e Perakende 1000 > 210:5

e Retail_Index <=29:1
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5. TARTISMA VE SONUC

Magaza lokasyonu satislarin hedefler ¢er¢evesinde olmasi igin en kritik faktoérdiir. Magazanin
lokasyonu cirolar1 etkiler. Bu yoniiyle perakende magazacilikta en kritik basar1 faktorlerinin
basinda lokasyon sec¢imi gelmektedir. Magaza lokasyonu i¢in secilen mevki, konum,
pozisyonlama sonrasinda magazanin yapacagi tiim “ticari aktivitelerin kaderini” belirleyecek
bir oneme ve Oncelige sahip olmaktadir. Magazanin kurulus yeri se¢imi tam da bu bakis
acisindan dolay1 son derece 6nemlidir. Ciinkii perakende sektoriinde ticari basarinin biiyiik
kism1 bu kritik se¢im tizerinden devam etmektedir. Calismada yukarida bahsedilen kisitlar
dogrultusunda magaza agmak i¢in en uygun lokasyon neresidir sorusunun cevabini veren bir
karar destek sistemi kurulmasi hedeflenmistir. Bu ama¢ dogtultusunda incelenen mevcut
magazalarin iizerinde yapilan testlerde, miisteri gelis sayilari benzeyen magazalarin cevresel
kosullarmin da benzerlik gosterdigi ortaya ¢ikmistir. Bu durum, bu tezin ¢ikis noktasini da
olusturmaktadir. Eger acilmasi diisiiniillen magazanin g¢evresel kosullar itibariyle dnceden
acilmis hangi magazalara benzedigi ortaya ¢ikartilirsa, onun cirosu hakkinda da 6nsel bir fikir

elde edilebilir.

Basit makine 6grenme algoritmalarindan RandomTree, RandomForest, J48, HoeffdingTree,
Part, DecisionTable, Jrip, LWL, MultilayerPerceptron algoritmalari kullanilmistir. En iyi

sonucu %80 tahmin performansi ile PART ve RandomTree algoritmalar1 vermistir.

Bilesik makine 6grenme yontemlerinden Vote, Bagging, RandomSubSpace algoritmalari
kullanilmistir. En iyi sonu¢ vote algoritmalarindan Vote (NaiveBayesUpdateable,
SimpleLogistic, PART) algoritmast ile elde edilmistir. %83’liik bir dogru siniflandirma yiizdesi

ile ayn1 zamanda en iyi tahmin performansini gosteren algoritma olmustur.

Kullanilan algoritmalardan cesitli kural setleri olusturulmustur. Magazalarin nerelere agilacagi
bilgisi i¢in belirlenen kurallarin yani sira nerelere agilmamasi gerekdigine dair kural setleride
olusturulmustur. Kent ekonomi degeri 1 yani en diisiik aktivite degerine ve kent niifus
yogunlugu 1 nolu kategoride olan ilgelere magaza agmak ticari olarak uygun degildir kurali
olusturulmustur. Bu sekilde agilamayacak ilgeler belirlenmis olmaktadir. Ortalama yaya trafik
yogunlugu 20°nin altinda olan bolgeler ve perakende yogunlugu 25’in altinda olan bolgelerde
ticari olarak uygun olmayan yerlerdir. Bunlarin yami sira en O6nemli parametrelerden bir

tanesinin perakende magaza sayisi oldugu tesbit edilmistir. Perakende magaza sayis1 200’{in
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iistiinde olan boélgeler ticari olarak uygun bolgelerdir. Merkeze en yakin merkezi olmayan

noktaya acilmasi gerekliligi ise veri analizlerinden anlagilmaktadir.

Deger segmentesyonlarin yani sira incelenen davranis segmentasyonlari ile belirli bolgelerin
harcama aligkanliklari, cinsiyet bazli harcama yogunluklar1 gibi parametreler ile c¢evre
Ozellikleri birlikte incelenerek cesitli kampanya veya iiriin ¢esitliligi konularina referans

olusturabilecek analizler olusturulmustur.

Metodoloji uzman gorlislerden ziyade veriye dayali karar verme sistemi seklinde
gelistirilmistir. Lokasyon se¢imi modeline girdi olacak parametrelerin uzman goriisleri, veri
analizi, deneme yanilma ve parametre se¢im algoritmalar1 kullanilarak se¢ilmesi seklinde

yapilan 6n ¢alisma ile de literatiire ve perakende sektoriine katki saglanmasi beklenmektedir.

Calisma sonuglarma gore literatiirde bu konuda yapilmig son donem calismalarini da
destekleyecek sekilde Bilesik Makine Ogrenme yontemleri ile Makine Ogrenme ydntemlerine
gbre daha iyi sonuglar elde edilmistir. Elde edilen sonuglar, kullanilan Makine Ogrenme ve
Bilesik Makine Ogrenme ydntemlerinin perakende sektdriinde lokasyon analizini tahmin

edebilecek yetenege sahip oldugunu gostermektedir.
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EK-1 1000 metre ¢evresinde 180 adetin iistiinde perakende magaza bulunan caddeler (Her ilge

icin en biiyiik cadde alinmistir)

CustomID |~ |Cadde Adi ~ |Cadde Adi = |Tur |~ |Cadde Tiirii |~ |il Adi ilge Adi TOPLAM | ~

CADDE_10147__1 |Ebe Kizi Sk. Ebe Kizi Sk. Sokak [Lokal Segment |istanbul Sisli 779
CADDE_5446__1 |HakkiYeten Cd. Hakki Yeten Cd. Cadde [Lokal Segment |istanbul Besiktas 631
CADDE_102885__1 |Mescit Sk. Mescit Sk. Sokak [Lokal Segment |istanbul Kagithane 537
CADDE_3547__1 |Zuhurat Baba Cd. Zuhurat Baba Cd. Cadde |Lokal Segment |istanbul Bakirkoy 520
CADDE_6531__1 |Halk Sk. Halk Sk. Sokak [Lokal Segment |istanbul Kadikoy 450
CADDE_5078__1 |Doganbey Toki Konutlari Doganbey Toki Konutlari Sokak |[Lokal Segment |Bursa Osmangazi 440
CADDE_2597__1 |[Sair Fuzuli Cd. Sair Fuzuli Cd. Cadde [Lokal Segment |Eskisehir Odunpazari 398
CADDE_2602__1 |Cengiz Topel-1Cd. Cengiz Topel-1Cd. Cadde |Lokal Segment |[Eskisehir Tepebasi 392
CADDE_2497__1 |Ahmet Pasa Cd. Ahmet Pasa Cd. Cadde [Lokal Segment |Kayseri Kocasinan 376
CADDE_761__2 [Mithatpasa Cd. Mithatpasa Cd. Cadde |Lokal Segment |Ankara Cankaya 367
CADDE_481__1 [Seyyid Burhanettin Blv. Seyyid Burhanettin Blv. Bulvar [Lokal Segment |Kayseri Melikgazi 364
CADDE_5318 2 |Sofular Cd. Sofular Cd. Cadde [Lokal Segment |istanbul Fatih 363
CADDE_135__3 (3. Cadde 3. Cadde Cadde |Genel Segment |Gaziantep Sehitkamil 353
CADDE_5441__3 |E-5Yanyolu E-5 Yanyolu Sokak [Lokal Segment |istanbul Beylikduzi 352
CADDE_80__ 2 Sarampol Caddesi Sarampol Caddesi Cadde |Genel Segment |Antalya Muratpasa 347
CADDE_5767__1 |E-5Yanyolu E-5 Yanyolu Sokak [Lokal Segment |istanbul Esenyurt 343
CADDE_102381__1 [Prof. Dr. Turan Gunes Cd. Prof. Dr. Turan Glines Cd. Cadde |Lokal Segment |istanbul Zeytinburnu 337
CADDE_299__1 |Sht. Nevres Bulvari Sht. Nevres Bulvari Bulvar [Yeme igme izmir Konak 335
CADDE_100609__1 |Ayse Hatun Cesme Sk. Ayse Hatun Cesme Sk. Sokak [Lokal Segment [istanbul Atasehir 331
CADDE_378_ 5 |[istiklal Caddesi istiklal Caddesi Cadde |Genel Segment |Samsun ilkadim 318
CADDE_103587__1 [ismet Pasa Cd. ismet Pasa Cd. Cadde [Lokal Segment |istanbul Bayrampasa 312
CADDE_590__5 |Siitgii imam Cd. Sitgli imam Cd. Cadde |Genel Segment |istanbul Umraniye 305
CADDE_6855__1 |Mete Sk. Mete Sk. Sokak [Lokal Segment |istanbul Gungoéren 304
CADDE_324__6 [Hurriyet Caddesi Hurriyet Caddesi Cadde |Genel Segment [Kocaeli izmit 301
CADDE_5743 1 |Leyla Atakan Cd. Leyla Atakan Cd. Cadde |Lokal Segment [Kocaeli izmit 301
CADDE_258 15 |Alemdag Caddesi Alemdag Caddesi Cadde |Genel Segment |istanbul Uskiidar 296
CADDE_5659__1 |Gazi Muhtar Pasa Blv. Gazi Muhtar Pasa Blv. Bulvar |Lokal Segment |Gaziantep Sahinbey 290
CADDE_6822__1 |Hamalbasi Cd. Hamalbasi Cd. Cadde |Lokal Segment |istanbul Beyoglu 290
CADDE_1936__2 |Ataturk Cd. Ataturk Cd. Cadde [Lokal Segment |Kocaeli Gebze 290
CADDE_101327__1 [Sandalzade Blv. Sandalzade Blv. Bulvar |Lokal Segment |Kahramanmaras Onikisubat 286
CADDE_2751__1 |Cumhuriyet Cd. Cumbhuriyet Cd. Cadde |Lokal Segment |Adana Seyhan 285
CADDE_159__2 [Ahmet Yesevi Caddesi Ahmet Yesevi Caddesi Cadde [Lokal Segment [istanbul Bahgelievler 282
CADDE_7571__1 |Zubeyde Hanim Blv. Zubeyde Hanim Blv. Bulvar |Lokal Segment |Kahramanmaras Dulkadiroglu 273
CADDE_5387__1 |Buyukdere Cd. Biyiikdere Cd. Cadde [Lokal Segment |istanbul Sariyer 272
CADDE_8900__1 |Mithatpasa Cd. Mithatpasa Cd. Cadde |Lokal Segment |izmir Balgcova 255
CADDE_103116__2 |Ataturk Blv. Ataturk Blv. Bulvar [Lokal Segment |Ankara Altindag 252
CADDE_3671__1 |[Valiizzetbey Cd. Vali izzetbey Cd. Cadde |Lokal Segment [Konya Karatay 248
CADDE_103039__1 |Alaaddin Blv. Alaaddin Blv. Bulvar [Lokal Segment |Konya Meram 247
CADDE_3599__3 |ikitelli Cd. ikitelli Cd. Cadde |Lokal Segment |istanbul Kugiikgekmece 245
CADDE_331__ 4 inéni Caddesi inéni Caddesi Cadde |Genel Segment |Malatya Battalgazi 243
CADDE_5280__3 |[Cigdem Cd. Cigdem Cd. Cadde |Lokal Segment |istanbul Avcilar 237
CADDE_2240__3 |Ataturk Blv. Ataturk Blv. Bulvar |Lokal Segment [Sakarya Adapazari 237
CADDE_5048__1 |Biyuksehir Belediyesi Toptanci Hali Buyliksehir Belediyesi Toptanci HalSokak [Lokal Segment |Ankara Yenimahalle 231
CADDE_103098__1 |Hipodrum Cd. Hipodrum Cd. Cadde [Lokal Segment |Ankara Yenimahalle 231
CADDE_103098__2 |Hipodrum Cd. Hipodrum Cd. Cadde [Lokal Segment |Ankara Yenimahalle 231
CADDE_103208__4 |Buhara Blv. Buhara Blv. Bulvar [Lokal Segment |Malatya Yesilyurt 231
CADDE_328 1 [Alaaddin Bulvari Alaaddin Bulvarn Bulvar [Yeme igme Konya Selguklu 229
CADDE_145__3 [Atatiirk Caddesi Ataturk Caddesi Cadde |Genel Segment [Hatay Antakya 225
CADDE_2102__2 |Cumhuriyet Cd. Cumbhuriyet Cd. Cadde |Lokal Segment [Hatay Antakya 225
CADDE_103142__1 |Gazi Mustafa Kemal Blv. Gazi Mustafa Kemal Blv. Bulvar [Lokal Segment |Mersin Yenisehir 222
CADDE_6849__1 |Ciceksuyu Cd. Ciceksuyu Cd. Cadde |Lokal Segment |istanbul Eylp 218
CADDE_9405__1 |Turan Gunes Cd. Turan Gunes Cd. Cadde [Lokal Segment |Denizli Pamukkale 217
CADDE_101919__1 [Baglar Cd. Baglar Cd. Cadde |Lokal Segment |istanbul Gaziosmanpasa 215
AVM_100177__1 |1835/1Sk. 1835/1 Sk. Sokak [Lokal Segment |izmir Karsiyaka 211
CADDE_5639__3 |Ataturk Blv. Atatuirk Blv. Bulvar |Lokal Segment |izmir Karsiyaka 211
CADDE_9015__ 2 |Dog. Dr. Bahriye Ugok Blv. Dog. Dr. Bahriye Ucok Blv. Bulvar [Lokal Segment |izmir Karsiyaka 211
CADDE_101758__1 |Namik Kemal Cd. Namik Kemal Cd. Cadde [Lokal Segment |istanbul Pendik 210
CADDE_6601__3 |Saraylar Cd. Saraylar Cd. Cadde [Lokal Segment |istanbul Kartal 208
CADDE_1659__1 |Fevzi Cakmak Cd. Fevzi Cakmak Cd. Cadde |Lokal Segment |[Sivas Merkez 207
CADDE_100520__1 |Ankara Cd. Ankara Cd. Cadde [Lokal Segment |izmir Bornova 206
CADDE_743__1 [2.Sk. 2. Sk. Sokak |Lokal Segment [Sanhurfa Haliliye 205
CADDE_982__7 |Akgay Cd. Akgay Cd. Cadde [Lokal Segment |izmir Gaziemir 200
CADDE_440__1 Kahramanmarag Cd. Kahramanmaras Cd. Cadde [Lokal Segment |Trabzon Ortahisar 199
CADDE_396__4 Uzun Sokak Uzun Sokak Sokak |Genel Segment |Trabzon Ortahisar 199
CADDE_101618 1 [Muhittin Cami Sk. Muhittin Cami Sk. Sokak [Lokal Segment |Trabzon Ortahisar 199
CADDE_100274__1 |496. Sk. 496. Sk. Sokak [Lokal Segment |Denizli Merkezefendi 198
CADDE_5350__3 |Turgut Ozal Blv. Turgut Ozal Blv. Bulvar [Lokal Segment |Diyarbakir Baglar 197
CADDE_7139__1 |3.Sk. 3. Sk. Sokak [Lokal Segment |istanbul Bagcilar 196
CADDE_113__3 [Gazi Caddesi Gazi Caddesi Cadde |Genel Segment |Corum Merkez 195
CADDE_101016__1 |Kulaksiz Sk. Kulaksiz Sk. Sokak |Lokal Segment |Corum Merkez 195
CADDE_10052__1 |108.Cd. 108. Cd. Cadde |Lokal Segment [Mersin Akdeniz 195
CADDE_100882__1 |Sehit Nusret Cd. Sehit Nusret Cd. Cadde |Lokal Segment [Sanlurfa Eyyubiye 192
CADDE_102359__1 |Bulbul Deresi Cd. Bulbul Deresi Cd. Cadde |Lokal Segment [Ordu Altinordu 187
CADDE_102358__1 |Giindogdu Sk. Guindogdu Sk. Sokak [Lokal Segment |Ordu Altinordu 187
CADDE_51__2 Etlik Caddesi Etlik Caddesi Cadde [Lokal Segment |Ankara Kegiéren 186
CADDE_95__1 Milli Kuvvetler Caddesi Milli Kuvvetler Caddesi Cadde |Genel Segment |Balikesir Karesi 185
CADDE_7563__1 |100. Yil Blv. 100. Yil Blv. Bulvar |Lokal Segment [Samsun Canik 184
CADDE_103235__5 [Sanliurfa Blv. Sanliurfa Blv. Bulvar |Lokal Segment |Diyarbakir Kayapinar 182
CADDE_6988 1 |Tugay Yolu Cd. Tugay Yolu Cd. Cadde |Lokal Segment |istanbul Maltepe 182
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CADDE_9649__1 Menekse-1 Sk. Menekse-1 Sk. Sokak Lokal Segment Ankara Gankaya 50
CADDE_2924__1 Gazi Osman Pasa Blv. Gazi Osman Pasa Blv. Bulvar Lokal Segment izmir Konak 48
CADDE_126__1 Ordu Caddesi Ordu Caddesi Cadde Yeme igme Erzincan Merkez 45
CADDE_7986__1 Abdul Ezel Pasa Cd. Abdul Ezel Pasa Cd. Cadde Lokal Segment Konya Selguklu 45
CADDE_2724__2 Hastane Cd. Hastane Cd. Cadde Lokal Segment Konya selguklu 45
CADDE_2552__2 8Eylul Cd. 8 Eylul Cd. Cadde Lokal Segment Manisa Sehzadeler 43
CADDE_8071__1 VYasiltepe Cd. Yasiltepe Cd. Cadde Lokal Segment Manisa Sehzadeler a3
CADDE_3766__1 Sht. Binbasi Cengiz Toytung Cd.  Sht. Binbasi Cengiz Toytung Cd. Cadde Lokal Segment Antalya Muratpasa 39
CADDE_326_ 2  Kazim Karabekir Caddesi Kazim Karabekir Caddesi Cadde Genel Segment Konya Meram 37
CADDE_2842__ 1 Ankara Yolu Cd. Ankara Yolu Cd. Cadde Lokal Segment Bursa Yildinm 36
CADDE_111__ 2 Demircioglu Caddesi Demircioglu Caddesi Cadde Genel Segment Canakkale Merkez 35
CADDE_5152__1 Kural Sk. Kural Sk. Sokak Lokal Segment Antalya Alanya 33
CADDE_6017__1 Sobucal Sk. Sobucali Sk. Sokak Lokal Segment Aydin Kusadas! 33
CADDE_2331__1 Ataturk Cd. Ataturk Cd. Cadde Lokal Segment Balikesir Bandirma 33
CADDE_107__4  Fatih Sultan Mehmet Bulvari Fatih Sultan Mehmet Bulvari Bulvar Yeme icme Bursa Nilafer 33
CADDE_145__1  Atatirk Caddesi Atatiirk Caddesi Cadde Genel Segment Hatay Antakya 33
CADDE_425__ 1 Forbes Sk. Forbes Sk. Sokak Lokal Segment izmir Buca 33
CADDE_3671__1 Vali izzetbey Cd. Vali izzetbey Cd. Cadde Lokal Segment Konya Karatay 33
CADDE_2429__1 Kahramanmaras Cd. Kahramanmaras Cd. Cadde Lokal Segment Trabzon Ortahisar 33
CADDE_396__1 Uzun Sokak Uzun Sokak Sokak Genel Segment Trabzon Ortahisar 33
CADDE_7252__ 2 Yavuz Selim Blv. Yavuz Selim Blv. Bulvar Lokal Segment Trabzon Ortahisar 33
CADDE_811__1 Sanayi Cd. Sanayi Cd. Cadde Lokal Segment Ankara Altindag 32
CADDE_632__2  Sht. Tegmen Kalmaz Cd. Sht. Tegmen Kalmaz Cd. Cadde Lokal Segment Ankara Altindag 32

CADDE_103120__1 Cavus Sk. Cavus Sk. Sokak Lokal Segment Ankara Altindag 32
CADDE_9134__1 1639. Sk. 1639. Sk. Sokak Lokal Segment izmir Bayrakli 32
CADDE_5838__1 Ziibeyde Hanim Cd. Ziibeyde Hanim Cd. Cadde Lokal Segment Bursa Osmangazi 31
CADDE_2551__1 8Eylil Cd. 8 Eylul Cd. Cadde Lokal Segment Manisa Yunusemre 31
CADDE_10359__1 Battal Gazi Cd. Battal Gazi Cd. Cadde Lokal Segment Kocaeli Darica 30
CADDE_1940__3 istasyon Cd. istasyon Cd. Cadde Lokal Segment Kocaeli Darica 30
CADDE_5800__1 Baha Sk. Baha Sk. Sokak Lokal Segment Samsun ilkadim 30
CADDE_9678__1 13-2.Sk. 13-2. Sk. Sokak Lokal Segment Sivas Merkez 30
CADDE_103493__1 13-3. Sk. 13-3. Sk. Sokak Lokal Segment Sivas Merkez 30
CADDE_10167__1 Kizilay Cd. Kizilay Cd. Cadde Lokal Segment Tekirdag Siileymanpasa 30
CADDE_100570__1 Kolordu Cd. Kolordu Cd. Cadde Lokal Segment Tekirdag Stleymanpasa 30
CADDE_101937__1 Orta Cami Sk. Orta Cami Sk. Sokak Lokal Segment Tekirdag Siileymanpasa 30
CADDE_9953__1 Cumhuriyet 5. Sk. (Cumhuriyet Cc Cumhuriyet 5. Sk. Sokak Lokal Segment Van ipekyolu 30
CADDE_95___ Milli Kuvvetler Caddesi Milli Kuvvetler Caddesi Cadde Genel Segment Balikesir Karesi 29
CADDE_101239__1 Giviciler Cd. Giviciler cd. Cadde Lokal Segment Balikesir Karesi 29
CADDE_7937__1 Tennuri Gg. Tennuri Gg. Sokak Lokal Segment Kayseri Melikgazi 29
CADDE_100937__1 Yogunburg Cd. Yogunburg Cd. Cadde Lokal Segment Kayseri Melikgazi 29
CADDE_3801__1 Bankalar Cd. Bankalar Cd. Cadde Lokal Segment Kirikkale Merkez 29
CADDE_5870__1 izmirCd. izmir cd. Cadde Lokal Segment Kirikkale Merkez 29
CADDE_7535__1 ZaferCd. Zafer Cd. Cadde Lokal Segment Kirikkale Merkez 29
CADDE_874__2  Uzgbérenler Sk. Uzgérenler Sk. Sokak Lokal Segment Ankara Mamak 28
CADDE_8688__1 494. Sk. 494. Sk. Sokak Lokal Segment izmir Karabaglar 28
CADDE_8704__1 502/2. Sk. 502/2. Sk. Sokak Lokal Segment izmir Karabaglar 28
CADDE_838__ 2 Cumhuriyet Cd. Cumhuriyet Cd. Cadde Lokal Segment Ankara Gélbasi 27
CADDE_680__1 Cilingirler Cd. Cilingirler Cd. Cadde Lokal Segment Edirne Merkez 27
CADDE_7641__1 Hoca Ahmet Yesevi Cd. Hoca Ahmet Yesevi Cd. Cadde Lokal Segment Edirne Merkez 27
CADDE_102504__1 Ziibeyde Hanim Cd. Ziibeyde Hanim Cd. Cadde Lokal Segment Edirne Merkez 27
CADDE_5063__2 inénii Cd. inéni Cd. Cadde Lokal Segment istanbul Beyoglu 27
CADDE_5064__1 Miralay Sefikbey Sk. Miralay Sefikbey Sk. Sokak Lokal Segment istanbul Beyoglu 27
CADDE_1924__3 Biiyiikdere Cd. Biyiikdere Cd. Cadde Lokal Segment istanbul Sisli 27
CADDE_6019__1 Uzun Zeybek Sk. Uzun Zeybek Sk. Sokak Lokal Segment Kutahya Merkez 27
CADDE_10270__1 Alemdar Sk. Alemdar Sk. Sokak Lokal Segment Zonguldak Merkez 27
CADDE_67__2  Miinir Ozkul Liman Caddesi Mianir Ozkul Liman Caddesi Cadde Lokal Segment Antalya Kemer 26
CADDE_6190__3 Bahabey Cd. Bahabey Cd. Cadde Lokal Segment Corum Merkez 26
CADDE_7352__2 Aksu Cd. Aksu Cd. Cadde Lokal Segment Isparta Merkez 26
CADDE_462__3 Cumhuriyet Cd. Cumhuriyet Cd. Cadde Lokal Segment Isparta Merkez 26
CADDE_5384__2 Zeytinoglu Cd. Zeytinoglu Cd. Cadde Lokal Segment istanbul Besiktas 26
CADDE_6692__1 Bahcelerarasi Sk. Bahcelerarasi Sk. Sokak Lokal Segment istanbul Kadikdy 26
CADDE_2264__2 Denizli Osb. / 2. Ticari Yol Denizli Osb. / 2. Ticari Yol Sokak Sanayi Denizli Merkezefendi 25
CADDE_102196__1 Cumhuriyet Cd. Cumbhuriyet Cd. Cadde Lokal Segment Den Merkezefendi 25
CADDE_2262__ 2 Gazi Mustafa Kemal Blv. Gazi Mustafa Kemal Blv. Bulvar Lokal Segment Denizli Pamukkale 25
CADDE_227__3 Eski Buyiikdere Caddesi Eski Buyukdere Caddesi Cadde Genel Segment istanbul Kagithane 25
CADDE_5482__2 Bosna Blv. Bosna Blv. Bulvar Lokal Segment istanbul Uskiidar 25
CADDE_478__3  Sivas Blv. Sivas Blv. Bulvar Lokal Segment Kayseri Kocasinan 25
CADDE_372__ 2 Cumhuriyet Caddesi Cumbhuriyet Caddesi Cadde Genel Segment Rize Merkez 25
CADDE_8618__1 AyvaliCd. Ayvali Cd. Cadde Lokal Segment Ankara Kegidren 24
CADDE_2170__1 Mumcu Cd. Mumcu Cd. Cadde Lokal Segment Erzurum Yakutiye 24
CADDE_2170__2 Mumcu Cd. Mumcu Cd. Cadde Lokal Segment Erzurum Yakutiye 24
CADDE_9128__1  6800. Sk. 6800. Sk. Sokak Lokal Segment izmir cigli 24
CADDE_925__2  60665. Sk. 6065. Sk. Sokak Lokal Segment izmir Karsiyaka 24
CADDE_2561__ 2 Belediye Cd. Belediye Cd. Cadde Lokal Segment Manisa Salihli 24
CADDE_2560__2 Mithatpasa Cd. Mithatpasa Cd. Cadde Lokal Segment Manisa salihli 24
CADDE_5826__1 idman Sk. idman Sk. Sokak Lokal Segment Manisa Soma 24
CADDE_391__8 Gaziosmanpasa Bulvari Gaziosmanpasa Bulvari Bulvar Genel Segment Tokat Merkez 24
CADDE_101426__1 Bosna 6. Sk. Bosna 6. Sk. Sokak Lokal Segment Tokat Merkez 24
CADDE_101427__1 Fatih Cd. 3. Sk. Fatih Cd. 3. Sk. Sokak Lokal Segment Tokat Merkez 24
CADDE_103497__1 803. Sk. 803. Sk. Sokak Lokal Segment Van Ercis 24
CADDE_8499__1 Ragip Tiiziin Cd. Ragip Tiiziin Cd. Cadde Lokal Segment Ankara Yenimahalle 23
CADDE_103097__2 Mevlana Blv. Mevlana Blv. Bulvar Lokal Segment Ankara Yenimahalle 23
CADDE_2789__1 Mehmet Akyolu Cd. Mehmet Akyolu Cd. Cadde Lokal Segment Bursa inegal 23
CADDE_8332__1 Murat Cd. Murat Cd. Cadde Lokal Segment Bursa inegsl 23
CADDE_550__2 Gazi Mustafa Kemal Pasa Cd. Gazi Mustafa Kemal Pasa Cd. Cadde Lokal Segment istanbul Fatih 23
CADDE_232__1  Uskiidar Caddesi Uskiidar Caddesi Cadde Lokal Segment istanbul Kartal 23
CADDE_6658__3 Adem Yavuz Cd. Adem Yavuz Cd. Cadde Lokal Segment istanbul Umraniye 23
CADDE_9325__1 853. Sk. 853. Sk. Sokak Lokal Segment izmir Bornova 23
CADDE_103780__1 Ozgurlik Cd. Ozgurlik Cd. Cadde Lokal Segment Kocaeli Cayirova 23
CADDE_618__ 1  Oncii Sk. Oncii Sk. Sokak Lokal Segment Ankara Sincan 22
CADDE_96__2 HukGmet Caddesi Hukimet Caddesi Cadde Genel Segment Bartin Merkez 22
CADDE_2951__17 Ataturk Blv. Atatirk Blv. Bulvar Lokal Segment Batman Merkez 22
CADDE_2951__4  Ataturk Blv. Ataturk Blv. Bulvar Lokal Segment Batman Merkez 22
CADDE_9155__1 Namik Kemal Cd. Namik Kemal Cd. Cadde Lokal Segment izmir Aliaga 22
CADDE_981__1 5.Sk. 5. Sk. Sokak Lokal Segment izmir Gaziemir 22
CADDE_356__3 Kemal Seyfettin Elgin Bulvari Kemal Seyfettin Elgin Bulvari Bulvar Yeme icme Mugla Marmaris 22
CADDE_6072__1 inénii Cd. inéni Cd. Cadde Lokal Segment Zonguldak Kilimli 22
CADDE_2045__3 Kadinana Cd. Kadinana Cd. Cadde Lokal Segment Afyonkarahisar Merkez 21
CADDE_103__5 izzet Baysal Caddesi izzet Baysal Caddesi Cadde Lokal Segment Bolu Merkez 21
CADDE_614__3 Sht. Cahar Dudayev Cd. Sht. Cahar Dudayev Cd. Cadde Lokal Segment istanbul Atasehir 21
CADDE_1800__2 incirli Cd. incirli cd. Cadde Lokal Segment istanbul Bakirkdy 21
CADDE_10157__1 Hasan Ercan Cd. Hasan Ercan Cd. Cadde Lokal Segment Mugla Mentese 21




96

OZGECMIS
Kisisel Bilgiler
Adi Soyadi Ahmet Kayiran
Dogum Yeri Kahramanmarag
Dogum Tarihi 25.02.1989
Uyrugu xT.C. Diger:
Telefon 05304127037
E-Posta Adresi | Kayiran.eng@gmail.com
Web Adresi
Egitim Bilgileri
Lisans
Universite Istanbul Universitesi
Fakiilte Miihendislik Fakiiltesi
Bolimii Endiistri Miithendisligi
Mezuniyet Yili 21.07.2011
Yiiksek Lisans
Universite Istanbul Universitesi
Enstitii Ad1 Fen Bilimleri Enstitiisii
Anabilim Dali Endiistri Miihendisligi Ana Bilim Dali
Programi Endiistri Miithendisligi
Mezuniyet Tarihi 04.05.2018




